DANYC

,Dzieki lekturze ksigzki Mistrz analizy danych. Od danych do wiedzy
wspétczesne metody statystyczne i algorytmy staja sie zrozumiate
| fatwe do zaimplementowania. Po jej przeczytaniu nie bedziesz juz
musiat mozolnie przedzierac sie przez inne podreczniki
| opracowania'” — Patrick Croshy

Helion¥



Tytut oryginatu: Data Smart: Using Data Science to Transform Information into Insight
Ttumaczenie: Konrad Matuk
ISBN: 978-83-283-3357-4

Copyright © 2014 by John Wiley & Sons, Inc., Indianapolis, Indiana

All Rights Reserved.
This translation published under license with the original publisher John Wiley & Sons, Inc.

No part of this publication may be reproduced, stored in a retrieval system or transmitted in any form or by
any means, electronic, mechanical, photocopying, recording, scanning or otherwise, without either the prior
written permission of the Publisher.

Translation copyright © 2017 by Helion S.A.

Wiley and the Wiley logo are trademarks or registered trademarks of John Wiley & Sons, Inc. and/or its
affiliates, in the United States and other countries, and may not be used without written permission. All
other trademarks are the property of their respective owners. John Wiley & Sons, Inc. is not associated with
any product or vendor mentioned in this book.

Wszelkie prawa zastrzezone. Nieautoryzowane rozpowszechnianie catosci lub fragmentu niniejsze;j
publikacji w jakiejkolwiek postaci jest zabronione. Wykonywanie kopii metoda kserograficzna,
fotograficzna, a takze kopiowanie ksigzki na no$niku filmowym, magnetycznym lub innym powoduje
naruszenie praw autorskich niniejszej publikacji.

Wszystkie znaki wystepujace w tekscie sa zastrzezonymi znakami firmowymi badz towarowymi ich
wlascicieli.

Autor oraz Wydawnictwo HELION dotozyli wszelkich staran, by zawarte w tej ksigzce informacje byty
kompletne i rzetelne. Nie biorg jednak zadnej odpowiedzialnosci ani za ich wykorzystanie, ani za zwiazane
z tym ewentualne naruszenie praw patentowych lub autorskich. Autor oraz Wydawnictwo HELION nie
ponosza réwniez zadnej odpowiedzialnosci za ewentualne szkody wynikle z wykorzystania informacji
zawartych w ksiazce.

Wydawnictwo HELION

ul. Kosciuszki 1c, 44-100 GLIWICE

tel. 32 231 22 19, 32 230 98 63

e-mail: helion@helion.pl

WWW: http://helion.pl (ksiggarnia internetowa, katalog ksigzek)

Pliki z przyktadami omawianymi w ksigzce mozna znalez¢ pod adresem:

ftp://ftp.helion.pl/przyklady/mianda.zip

Drogi Czytelniku!

Jezeli cheesz ocenic te ksiazke, zajrzyj pod adres
http://helion.pl/user/opinie/mianda

Mozesz tam wpisaé swoje uwagi, spostrzezenia, recenzje.

Printed in Poland.
« Kup ksigzke « Ksiegarnia internetowa
« Pole¢ ksigzke « Lubie to! » Nasza spotecznos¢

«» Ocen ksigzke



http://helion.pl/page54976~rt/mianda
http://helion.pl/page54976~rf/mianda
http://helion.pl/page54976~ro/mianda
http://helion.pl/page54976~/
http://helion.pl/page54976~r/4CAKF

Spis tresci

O autorze
O korektorach merytorycznych
Podzigkowania

Wstep

1. Wszystko, co chciate$ wiedzie¢ o arkuszu kalkulacyjnym,

Co ja tutaj robig?

Praktyczna definicja analizy danych

Chwila, chwila. A co z big data?

Kim jestem?

Kim jestes?

Na szczescie bedziesz pracowad tylko w arkuszu kalkulacyjnym
Ale arkusze kalkulacyjne sqg takie staromodne!
Korzystaj z programu Excel lub pakietu LibreOffice

Konwencje typograficzne przyjete w tej ksigzce

Zaczynamy

ale bates sie o to zapytac

Kup ksigzke

Przyktadowe proste dane

Szybkie przeglgdanie arkusza i klawisz Ctrl
Szybkie kopiowanie danych i formut
Formatowanie komérek

Wklejanie wartosci specjalnych

Wstawianie wykresow

11
11
12

13
13
14
15
16
16
17
18
18
19
20

21
22
23
24
26
27
28

Pole¢ ksiazke


http://helion.pl/page54976~rf/mianda
http://helion.pl/page54976~rt/mianda

Spis tresci

Menu Znajdz i menu Zamieni

Form

uly przeznaczone do wyszukiwania i wyciggania wartosci

Stosowanie formuty WYSZUKAJ.PIONOWO do lgczenia danych

Filtrowanie i sortowanie

Stosowanie tabel przestawnych

Korzystanie z formut tablicowych

Rozwigzywanie probleméw za pomocg narzedzia Solver

OpenSolver — chciatbym, abysmy go nie potrzebowali, ale...

Podsumowanie

2. Analiza skupien. Czes¢ | — zastosowanie algorytmu centroidow
do segmentowania bazy klientéw

Dziewczyny taniczg z dziewczynami, a chtopcy drapig sig po tokciach

Prawdziwy problem: implementacja algorytmu centroidow w e-mail marketingu

Handel winem

Poczgtkowy zbidr danych

Okreslanie tego, co chcemy mierzyc¢

Zacznij od czterech grup

Odlegtos¢ euklidesowa — pomiar odleglosci w linii prostej
Odleglos¢ dla wszystkich!

Okreslanie potozenia srodkow klastrow

Analiza uzyskanych wynikéw

Ustalanie najlepszej oferty dla danego klastra

Sylwetka podziatu — dobry sposéb na okreslenie optymalnej liczby klastrow
A moze potrzebujesz pieciu klastréw?

Dzielenie klientow na pigc klastréw za pomocqg narzedzia Solver
Ustalanie najlepszych ofert dla wszystkich pigciu klastréw
Okreslanie sylwetki podziatu na pigé klastrow

Podzial na grupy za pomocg algorytmu k-medioidow i asymetryczny pomiar odleglosci

Podziat na grupy za pomocg metody k-medioidow

Stosowanie lepszego sposobu pomiaru odlegtosci

Implementacja za pomocqg Excela

Najlepsze oferty przy podziale na pigé klastréw za pomocg median

Podsumowanie

3. Naiwny klasyfikator bayesowski i niezwykta lekkos$¢ bycia idiotg

Jezeli

nazwiesz swoj produkt Mandrill, to uzyskasz zaszumione informacje zwrotne

Najszybsze na swiecie wprowadzenie do rachunku prawdopodobieristwa

Kup ksigzke

Obliczanie prawdopodobierstwa warunkowego

Prawdopodobieristwo czgsci wspdlnej, reguta taricuchowa i niezaleznos¢
A co, jezeli sytuacje sq zalezne od siebie?

Twierdzenie Bayesa

29
30
32
33
36
39
40
46
47

49
51
56
56
57
57
61
61
64
66
68
69
74
81
81
82
85
87
87
87
90
92
95

97

97
100
100
101
102
102

Pole¢ ksiazke


http://helion.pl/page54976~rf/mianda
http://helion.pl/page54976~rt/mianda

Spis tresci 7

Tworzenie modelu sztucznej inteligencji za pomocg twierdzenia Bayesa 103
Zwykle zaklada sig, ze wysokopoziomowe

prawdopodobieristwa klas sq sobie rowne 105

Kilka innych drobnostek 106

Czas rozpoczgd zabawe z Excelem 107

Usuwanie nieistotnych znakéw interpunkcyjnych 108

Dzielenie na znakach spacji 109

Zliczanie lekseméw i obliczanie prawdopodobietistw 112

Zbudowalismy model. Skorzystajmy z niego! 114

Podsumowanie 120

4. Modelowanie optymalizacyjne — ,,Swiezo wycisniety” sok

nie zamiesza sie sam 123
Dlaczego analityk danych powinien wiedzie, czym jest optymalizacja? 124
Zacznijmy od prostego kompromisu 125

Przedstawienie problemu w formie wielokomorki 126
Rozwigzywanie problemu poprzez przesuwanie poziomicy 128
Metoda simpleks — krecenie si¢ wokot rogow 129
Praca w Excelu 130
Na koricu tego rozdziatu kryje sig potwor 140
Szklanka swiezego soku pomarariczowego
prosto z drzewa... z przystankiem na modelowanie 141
Trzeba skorzystaé z modelu mieszania 142
Zacznijmy od specyfikacji sokéw 142
Statos¢ produktu wyjsciowego 144
Wprowadzanie danych do Excela 145
Okreslanie problemu w dodatku Solver 148
Obnizanie standardéw 150
Usuwanie cuchngcego problemu — minimalizacja maksymalnych odchylen 154
Warunki i ograniczenie ,,wielkiego M~ 156
Mnozenie zmiennych — skorzystajmy ze 110% mocy Excela 160
Modelowanie ryzyka 168
Dane pochodzgce z rozktadu normalnego 168
Podsumowanie 176
5. Analiza skupien. Czes$¢ Il — grafy i analiza sieci 179
Czym jest graf sieci? 180
Wizualizacja prostego grafu 181
Krétkie wprowadzenie do Gephi 184
Instalacja Gephi i przygotowanie pliku 184
Budowa grafu 185
Stopiet rozgatezienia 188
Elegancki wydruk 190
Edycja danych grafu 192

Kup ksigzke Pole¢ ksiazke


http://helion.pl/page54976~rf/mianda
http://helion.pl/page54976~rt/mianda

Spis tresci

Tworzenie grafu na podstawie danych sprzedazy wina

Tworzenie macierzy podobieristwa kosinusowego
Generowanie grafu r-sgsiedztwa

Jaka jest wartos¢ krawedzi? Nagradzanie i karanie krawedzi — modularno$¢ grafu

Czym jest punkt, a czym kara?
Tworzenie arkusza punktacji

Czas dokona¢ podziatu na grupy

Podziat 1.

Podziat 2. — kontratak
Podziat 3. — zemsta

Grupy — kodowanie i analiza

Tam i z powrotem — czas na Gephi

Podsumowanie

6. Regresja jako przodek nadzorowanego

uczen

ia maszynowego i sztucznej inteligencji

Co? Jestes w cigzy?

Nie oszukuj siebie

Przewidywanie cigzy klientow na podstawie regresji liniowej

Zbior cech

Tworzenie treningowego zbioru danych

Tworzenie zmiennych fikcyjnych

Pobawmy sig regresjg liniowg

Parametry regresji liniowej: wspétczynnik determinacji, test F i test t
Przewidywanie cigzy na nowym zbiorze danych i sprawdzanie jakosci modelu

Przewidywanie cigzy klientow za pomocq regresji logistycznej

Najpierw musisz okresli¢ funkcje wigzgcg

Tworzenie funkcji logistycznej i ponowna optymalizacja

Praca nad prawdziwg regresjg logistyczng

Wybér modelu — porownywanie skutecznosci regresji liniowej
i regresji logistycznej

Dalsza lektura

Podsumowanie

7. Modele zespotowe — duzo nie najlepszej pizzy

Korzystanie z danych z rozdzialu 6.

Agregacja — losuj, trenuj, powtérz

Kup ksigzke

Pieniek decyzyjny to niezbyt tadne okreslenie glupiego modelu
To wcale nie wydaje sig takie gtupie!

Wiecej mocy!

Czas rozpoczqgé proces trenowania

Ocena dziatania modelu zespolonego

193
195
197
202
202
206
208
208
214
215
216
220
225

227
227
228
229
230
231
233
235
244
255
265
265
266
270

272
274
275

277
278
280
280
281
283
284
293

Pole¢ ksiazke


http://helion.pl/page54976~rf/mianda
http://helion.pl/page54976~rt/mianda

Spis tresci

Wzmacnianie — jezeli uzyskales niesatysfakcjonujgce wyniki,
to wzmocnij swoj model i uruchom go jeszcze raz
Trenowanie modelu — kazda cecha ma swoje pie¢ minut
Wydajnos¢ modelu wzmacnianych regut decyzyjnych
Podsumowanie

8. Prognozowanie — oddychaj spokojnie, i tak nie wygrasz

Hossa na rynku sprzedazy mieczy
Szeregi czasowe
Zacznij od prostego wygladzania wyktadniczego
Przygotowanie arkusza prognozy prostego wygtadzania wyktadniczego
By¢ moze dane zawierajg trend
Podwéjne wygtadzanie wykladnicze (metoda Holta)
Metoda Holta w arkuszu kalkulacyjnym
To wszystko? Analiza autokorelacji
Wielokrotne wygtadzanie wykladnicze — model Holta-Wintersa
Okreslanie poczgtkowych wartosci poziomu, trendu i sezonowosci
Tworzenie prognozy
Czas na optymalizacje
Powiedz mi, ze to juz koniec. Prooosze!
Interwaly prognozy
Tworzenie wykresu warstwowego wachlarza wartosci
Podsumowanie

9. Wykrywanie obserwacji odstajacych — to, ze jaki$ element
jest inny od pozostatych, nie oznacza, ze jest nieistotny

Kup ksigzke

Element odstajgcy to tez czlowiek
Fascynujgca sprawa Hadlumow
Metoda Tukeya
Implementacja metody Tukeya w arkuszu kalkulacyjnym
Ograniczenia tej prostej techniki
Nie tragiczny, ale staby we wszystkim
Przygotowywanie danych do utworzenia wykresu
Tworzenie grafu
Okreslanie k najblizszych sgsiadéw
Pierwsza metoda wykrywania elementéw odstajgcych grafu
— skorzystaj ze stopnia wchodzgcego
Druga metoda wykrywania elementéw odstajgcych grafu
— zglebianie niuansow za pomocqg k-odleglosci
Trzecia metoda wykrywania elementéw odstajgcych grafu
— lokalny miernik stopnia oddalenia obserwacji
Podsumowanie

298
299
307
311

313
314
315
317
319
325
327
329
335
342
345
349
354
356
356
360
362

365
366
367
368
368
371
372
373
376
378

379

383

385
391

Pole¢ ksiazke


http://helion.pl/page54976~rf/mianda
http://helion.pl/page54976~rt/mianda

10 Spis tresci

10. Przejscie z arkusza kalkulacyjnego do jezyka R

Przygotowanie Srodowiska i poczgtek pracy w jezyku R
Wprowadzanie prostych danych
Wezytywanie danych do R

Prawdziwa analiza danych
Sferyczny algorytm k-srednich wywotany za pomocq zaledwie kilku linii kodu
Budowanie modeli sztucznej inteligencji na podstawie danych zakupéw

(wykrywanie cigzy)

Prognozowanie w R
Wykrywanie elementéw odstajgcych

Podsumowanie

Whioski

Gdzie ja jestem? Co sig stato?
Zanim odlozysz te ksigzke
Poznaj problem
Potrzebujemy wigcej ttumaczy
Uwazaj na tréjglowe monstrum: narzedzia, wydajnosc i perfekcjonizm
Nie jestes najwazniejszg osobg w firmie
Bgdz kreatywny

Skorowidz

Kup ksigzke

393

394
395
402
404
404

410
417
421
426

427
427
428
428
429
430
432
433

435

Pole¢ ksiazke


http://helion.pl/page54976~rf/mianda
http://helion.pl/page54976~rt/mianda

Analiza skupien

Czes¢ | —
zastosowanie
algorytmu centroidéw
do segmentowania
bazy klientow

Pracuje w branzy zajmujacej si¢ marketingiem za pomoca poczty elektronicznej dla serwisu
MailChimp.com. Pomagamy naszym klientom w wysytaniu newsletteréw do ich odbiorcéw.
Za kazdym razem, gdy ktorys z klientéw uzywa okreslenia ,,uderzenie e-mailem”,

€o$ we mnie umiera.

Dlaczego? Poniewaz adresy e-mail nie s juz czarnymi skrzynkami, do ktérych mozna
kierowa¢ zbiorcze ,,uderzenie”. W e-mail marketingu (tak jak w przypadku innych form
generowania zainteresowania za pomocg internetu, np. przy uzyciu postow publikowanych
w serwisach takich jak Twitter, Facebook czy Pinterest) firmy otrzymuja informacj¢ zwrotna
na temat tego, jak odbiorcy angazuja si¢ w ich kampanie na poziomie indywidualnym
poprzez $ledzenie kliknig¢, zakupow elektronicznych czy udostepnien w serwisach
spotecznoéciowych. Te dane nie sg szumem. One charakteryzuja Twoich odbiorcow,
ale na poczatku moga wydawac sie zawile i niezrozumiate.

Jak zebra¢ dane o transakcji od klientéw (odbiorcéw, uzytkownikéw, abonentow,
mieszkancow itd.) i zastosowac je w celu ich zrozumienia? Majac do czynienia z duza
grupa ludzi, trudno jest zrozumie¢ kazdego klienta, zwlaszcza gdy kazdy z nich komunikuje
sie z Toba w inny sposob. Nawet jezeli by$ rozumial kazdego klienta na poziomie
osobistym, to i tak trudno byloby to zastosowa¢ w praktyce.

Musisz skorzystac¢ z bazy klientow i znalez¢ zloty srodek pomiedzy ,,uderzaniem”
do kazdego tak, jakby byt bezosobowg jednostka, a rozumieniem wszystkiego o kazdym
i tworzeniem zindywidualizowanych ofert. Pomoc w znalezieniu tego ztotego $rodka
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moze stanowi¢ analiza skupien, umozliwiajaca podzial klientéw na grupy (segmentacje
rynku), do ktérych mozna kierowa¢ wybrane oferty.

Analiza skupien polega na zebraniu pewnej liczby obiektéw i podzieleniu ich na grupy
skladajace si¢ z obiektéw podobnych do siebie. Przygladajac sie réznym grupom — analizujac
ich podobienstwa i roznice pomig¢dzy nimi — mozesz wyciggnaé sporo praktycznych
informacji z danych, ktére na poczatku wygladaty dos¢ bezpostaciowo. Informacje
te mogg pomodc Ci w podjeciu lepszych i bardziej szczegétowych decyzji.

Taka analize skupien okreslamy mianem eksploracyjnej analizy danych — ma ona
na celu ustalenie trudnych do zauwazenia zalezno$ci w duzym zbiorze danych. Ustalanie
zaleznosci pomiedzy klientami przydaje sie w rozmaitych przedsiewzieciach: umozliwia
polecanie filméw na podstawie zachowan innych 0s6b z grupy o podobnym guscie, pozwala
na identyfikacj¢ miejsc, w ktérych najczeéciej dochodzi do przestepstw, a takze sprawia,
ze latwiej jest zaproponowac srodek finansowy gronu oséb, ktore moga w niego potencjalnie
zainwestowac.

Jednym z moich ulubionych zastosowan analizy skupien jest tworzenie algorytmow
umozliwiajacych komputerowi rozpoznawanie podobnych do siebie obrazéw. Algorytmy
takie mogg si¢ okaza¢ przydatne w serwisach przeznaczonych do udostepniania zdje¢,
takich jak np. Flickr. Ich uzytkownicy moga umieszcza¢ tak duzo zdje¢, ze standardowe
nawigowanie pomiedzy nimi staje sie trudne. Techniki analizy skupieni pozwalaja na
grupowanie obrazéw podobnych do siebie. Dzigki nim uzytkownicy moga tatwiej znalez¢
interesujacy ich obraz.

NADZOROWANE I NIENADZOROWANE UCZENIE MASZYNOWE

Rozpoczynajac eksploracyjng analize danych, nie wiesz jeszcze, czego szukasz. Jeste$ od-
krywca, jak Krzysztof Kolumb. Mozesz powiedzie¢, ze jakich§ dwoéch klientow wyglada
podobnie, ale nie wiesz, jak najlepiej podzieli¢ baze klientoéw. W zwigzku z tym proces,
w ktérym prosisz komputer o posegmentowanie bazy klientéw, okreslamy mianem niena-
dzorowanego uczenia maszynowego — nie ,,nadzorujesz” komputera, informujac go o tym,
jak ma wykona¢ swoja prace.

Przeciwienistwem tego procesu jest nadzorowane uczenie maszynowe, z ktorego korzy-
stamy, gdy chcemy, aby sztuczna inteligencja wygenerowata pierwsza stron¢ naszego rapor-
tu. Jezeli wiem, ze chce podzieli¢ klientéw na dwie grupy: tych, ktérzy prawdopodobnie
co$ kupig, i tych, ktérzy prawdopodobnie nie dokonaja zakupu, i dostarczam komputerowi
przyktady takich klientéw z przesztoéci, a nastepnie prosze go o podzielenie nowych klien-
tow na takie dwie grupy, to praca komputera jest wtedy nadzorowana.

Nadzér polega na podzieleniu sie z komputerem dotychczasowa wiedza na temat
klientéw i przedstawieniu mu sposobu pomiaru réznic i podobienstw zachodzacych po-
migdzy klientami.
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W tym rozdziale chciatbym si¢ przyjrze¢ najpopularniejszej technice analizy skupien
— algorytmowi centroidéw (k-$rednich) opracowanemu w latach 50. XX w. Stal sie on
najpopularniejszym algorytmem analizy skupien stuzacym do odkrywania wiedzy z baz
danych (ang. knowledge discovery in databases — KDD) stosowanym przez podmioty
prywatne, a takze agendy rzadowe.

Z punktu widzenia matematyki algorytm centroidéw nie jest najbardziej rygorystyczna
technikg. Opiera si¢ on na praktycznosci i logice, ktdre mozna dostrzec w kuchni soul food.
Nie jest ona tak wyrafinowana jak kuchnia francuska, ale niektére jej dania s przepyszne.
Analiza skupien za pomoca algorytmu centroidéw to mieszanina matematyki i opisowosci.
Jej ogromng zaletg jest intuicyjna prostota.

Aby zrozumie¢ dzialanie tego algorytmu, przeanalizujmy prosty przyklad.

Dziewczyny tanczg z dziewczynami,
a chtopcy drapig sie po tokciach
Celem analizy skupien za pomoca algorytmu centroidéw jest wyznaczenie pewnych punktéw
w przestrzeni i podzielenie ich na k grup (k jest dowolnie wybrang liczbg). Kazda z tych k
grup jest definiowana przez punkt znajdujacy sie w jej srodku. Punkt ten mozna poréwnaé
do flagi, na ktorej kto$ wyhaftowat napis: ,,Hej, to srodek mojej grupy, przylacz sie
do mnie, jezeli jest ci blizej do tej flagi niz do innych flag”. Taki srodek grupy (formalnie
okreslany mianem centroidu klasy) jest $rednig. W zwiazku z tym algorytm centroidéw
czesto okreslany jest mianem algorytmu k-$rednich.

Przyjrzyjmy sie przykladowej potanicéwece szkolnej. Bardzo przepraszam, jezeli
przypomniatem Ci o horrorze licealnych potancowek.

Na rysunku 2.1 przedstawiono uczniéw McAcne Middle School uczestniczacych
w szkolnej potanicéwce typu ,,podmorska gala”. Aby$ mogt sobie lepiej wyobrazic te
sytuacje, umiescitem tez zdjecie parkietu.

Oto przykladowa lista piosenek, przy ktorych beda sie bawi¢ ci przyszli liderzy
wolnego $wiata (mozesz je znalezé w serwisie Spotify):

m  Styx — Come Sail Away.

= Everything But the Girl — Missing.

m  Ace of Base — All that She Wants.

m  Soft Cell — Tainted Love.

= Montell Jordan — This is How We Do It.

m Fiffel 65 — Blue.
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Rysunek 2.1. Uczniowie na parkiecie dyskoteki szkolnej

Algorytm centroidéw wymaga okreélenia liczby skupien, na ktére chcemy posegregowaé
uczestnikow potanicowki. Na poczatek sprobujmy podzieli¢ ich na trzy skupienia (w dalszej
czedci tego rozdziatu dowiesz sie, jak dobrac liczbe skupienn — parametr k). Algorytm
umiesci na podlodze trzy flagi — zacznie prace od jakiego$ poczatkowego, wykonywalnego
rozwigzania. Na rysunku 2.2 przedstawiono takie rozwigzanie w postaci trzech czarnych kétek.

Rysunek 2.2. Poczatkowe utozenie $rodkowych punktéw skupien
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Algorytm centroidéw przypisuje tancerzy do najblizszego punktu, a wigc pomiedzy
dowolnie wybranymi skupieniami mozliwe jest narysowanie linii oddzielajacych osoby

przypisane do jednego skupienia od 0séb przyporzadkowanych do innego skupienia
(rysunek 2.3).

Rysunek 2.3. Linie symbolizujace granice skupien

Na podstawie tych trzech linii demarkacyjnych mozesz przypisa¢ tancerzy do
poszczegdlnych grup i odpowiednio ich pocieniowa¢ (rysunek 2.4). Diagram, na ktérym
przestrzen podzielono na obszary przypisane do srodkéw skupien, nazywamy diagramem

Woronoja.
|

Rysunek 2.4. Podziat na obszary skupien mozna przedstawic¢
za pomoca, réznych sposobdw cieniowania na diagramie Woronoja
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Ten poczatkowy podzial nie jest najlepszy, prawda? Przestrzen zostala podzielona
w dziwny sposdb — lewa dolna grupa jest pusta i bardzo duzo oséb znalazlo sie na granicy
grup $rodkowej i gérne;j.

Algorytm centroidéw dokonujacy analizy skupien bedzie dzielit parkiet na trzy czedci,
az uzyska najlepszy podzial.

Czym charakteryzuje si¢ ,najlepszy podzial”? Kazdy z uczestnikéw imprezy znajduje
sie w jakiej$ odlegltosci od srodka skupienia. Za najlepszy podzial mozna uzna¢ taki,
przy ktérym $rednia odleglos¢ uczestnika od przypisanego do niego srodka skupienia
jest najmniejsza.

Zgodnie z tym, co napisalem w rozdziale 1., stowo ,,minimalizacja” oznacza konieczno$¢
zastosowania modelu optymalizacji w celu uzyskania optymalnego rozmieszczenia
$rodkow skupien, a wigc w tym rozdziale bedziesz korzysta¢ z narze¢dzia Solver w celu
przesuwania $rodkéw skupien. Solver znajduje wlasciwe pozycje §rodkéw skupien,
przesuwajac je w sposdb uporzadkowany i inteligentny — dokonujac tych operacji,
rejestruje liczbe dobrych przyporzadkowan i znajduje najlepsze pozycje, laczac dane
uzyskane w wyniku tych operacji.

Diagram widoczny na rysunku 2.4 wyglada nieszczegoélnie, ale Solver moglby przestawi¢
$rodki skupien tak, aby uzyska¢ diagram pokazany na rysunku 2.5. Na tym rysunku
zmniejszono nieco $rednie odleglosci $rodkéw skupien od przyporzadkowanych do nich
tancerzy.
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Rysunek 2.5. Srodki skupien zostaly odrobine przesuniete
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Na koniec Solver zapewne doszedtby do wniosku, ze $rodki skupien powinny znajdowac
sie w $rodku trzech grup uczestnikéw imprezy (rysunek 2.6).

A
P

o Y, y,

= - g

AR :
S
B SRR

\%\ \\ﬁ\%\\\\\ S, ; .

AN ) N X =y

Rysunek 2.6. Optymalny podziat uczestnikéw dyskoteki na grupy

Super! Tak wlasnie powinien wyglada¢ idealny efekt analizy skupien. Poszczegolne srodki
skupien znajduja si¢ w srodku poszczegolnych grup tancerzy, dzieki czemu zminimalizowano
$rednig odlegto$¢ tancerza od $rodka skupienia, do ktérego jest przypisany. Po uzyskaniu
podziatu na grupy czas przejs¢ do najciekawszego etapu pracy — sprébuj zrozumied,
co oznacza kazde skupienie.

Gdybys$ analizowal kolor wlosow taniczacych, ich poglady polityczne czy predkos¢,

z jaka potrafig biega¢, to uzyskane przed chwila skupienia nie mialyby sensu, ale gdyby$
zwrdcil uwage na ple¢ i wiek uczestnikéw przyporzadkowanych do poszczegdlnych grup,
zauwazylbys$ pewne prawidlowos$ci. Mata grupa znajdujaca si¢ w dolnej czeéci parkietu
to osoby starsze — prawdopodobnie s3 to opiekunowie 0s6b bawiacych si¢ na dyskotece.
Grupa po lewej stronie to sami mtodzi mezczyzni, a grupa po prawej to same mlode
kobiety. Wszyscy boja sie tanczy¢ z osobami o przeciwnej plci.

No dobrze. Algorytm centroidéw umozliwit podziat 0s6b znajdujacych sie na parkiecie
na grupy, a takze zrozumienie przyczyn takiego podziatu.

By¢ moze mysélisz sobie: ,, To glupie, rozwigzanie zaprezentowanego problemu znalem
od poczatku”. Masz racje. Tak byto w tym przypadku. To tylko przykltadowe zagadnienie,
ktére mozna zrozumieé, patrzac na rysunek. Wszystko jest przedstawione w przestrzeni
dwuwymiarowej, ktdra da sie¢ z tatwoscia ogarna¢ wzrokiem.
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A teraz wyobraz sobie, Ze prowadzisz sklep majacy w ofercie kilka tysiecy produktow.
Niektorzy z Twoich klientéw kupili w ciggu kilku ostatnich lat jedng lub dwie rzeczy,

a inni zakupili w tym czasie kilkadziesiat artykutéw. Co zrobi¢ w sytuacji, w ktérej klienci
kupowali rézne towary?

Jak rozplanowa¢ je na ,,sklepowym parkiecie”? Przestrzen, w ktérej musialby$ dokona¢
takiej analizy, nie jest dwu- ani tréjwymiarowa. Sklada sie ona z tysiecy wymiaréw
utworzonych przez produkty, ktére mogty by¢ kupione lub nie przez kazdego z klientéw.
Zapewne widzisz juz problem zwigzany z tym przyktadem — nie da si¢ go rozwigza¢ ,,na oko”.

Prawdziwy problem: implementacja algorytmu

centroidéw w e-mail marketingu

Przejdzmy do jakiegos bardziej praktycznego zastosowania algorytmu k-$rednich. Zajmuje
sie e-mail marketingiem, a wiec przedstawi¢ Ci przyklad zadania, z ktérym zmierzylem
sie, pracujac w MailChimp.com. Zaprezentowany przeze mnie przyktad mozna zastosowa¢
w przypadku pracy z danymi ze sprzedazy detalicznej, danymi dotyczacymi akcji reklamowe;j,
danymi wyciagnietymi z mediéw spotecznosciowych itd. Mozna z niego skorzysta¢,
analizujgc w zasadzie dowolny typ danych w celu dotarcia do klienta z odpowiednim
materiatem marketingowym.

Handel winem

Wyobraz sobie, ze mieszkasz w New Jersey i pracujesz w firmie Joey Bag O’ Donuts
Wholesale Wine Emporium zajmujacej si¢ importem win i dostarczaniem ich do
wybranych sklepéw na terytorium USA. Biznes opiera si¢ na tym, ze Joey Bag podrdzuje
po $wiecie, szukajgc niezwykle optacalnych ofert sprzedazy duzych ilo$ci wina. Joey
dostarcza je do New Jersey, a Ty masz za zadanie sprzeda¢ je sklepom, uzyskujac jak
najwigkszy dochod.

Docierasz do klientéw na rézne sposoby: korzystasz z serwiséw Facebook i Twitter,

a nawet wysylasz oferty bezposrednio za poérednictwem poczty elektronicznej. Z ostatniego
rozwigzania korzysta wiekszo$¢ firm. W ubieglym roku wysytales do swoich klientow
comiesigczny newsletter. Kazda taka wiadomos¢ przedstawia dwie lub trzy oferty zwigzane
ze sprzedazg wina — jedna z nich moze dotyczy¢ np. szampana, a druga francuskiego
wina malbec. Niektore z ofert s3 naprawde korzystne: umozliwiaja osiggniecie zysku

ze sprzedazy na poziomie 80%. W sumie w tym roku zaproponowales 32 oferty.
Wszystkie spotkaly sie z zainteresowaniem klientow.

To, ze interes idzie dobrze, nie oznacza, Ze nie moze i$¢ lepiej. Warto byloby pozna¢
nieco blizej swoich klientéw. Oczywiscie analizujac dane dotyczace okre$lonej transakeji,
mozesz si¢ dowiedzie¢, ze osoba o nazwisku Adams kupita w lipcu pewna ilo$¢ wina
espumante ze znizka 50%, ale nie wiesz, czy zakup zostal dokonany, poniewaz kupujacemu
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spodobalo sie to, ze mégt kupi¢ tylko jedno pudetko z sze§cioma butelkami, czy moze
uznal, ze cena jest atrakcyjna, czy tez doszedt do wniosku, ze cena tego produktu ma
tendencj¢ wzrostows.

Warto byloby podzieli¢ klientéw na grupy skupiajace podmioty dokonujace podobnych
transakcji. Mogtby$ wtedy wysyla¢ do kazdej grupy newsletter zoptymalizowany pod
katem danego segmentu rynku. Taki newsletter méglby prezentowaé w pierwszej
kolejnosci te oferty, ktore potencjalnie bardziej interesuja dang grupe odbiorcéw,
co mogtoby zwiekszy¢ sprzedaz.

Jak podzieli¢ liste klientéw na segmenty? Od czego zaczac?

Podziatu listy mozna dokona¢ za pomocg komputera. Analiza skupient umozliwia
uzyskanie optymalnego podziatu klientéw na grupy, a wtedy bedziesz mégt odkry¢
przyczyne takiego podzialu i wybra¢ najlepsze grupy docelowe dla przygotowanych ofert.

Poczatkowy zbioér danych

UWAGA

W tym rozdziale bede korzystat ze skoroszytu programu Excel o nazwie Wina.xlsx. Mozesz
go pobrac ze strony: ftp://ftp.helion.pl/przyklady/mianda.zip. Plik zawiera dane, ktére
bede przetwarzat w tym rozdziale (mozesz na nich pracowac podczas lektury), a takze ar-
kusze z przetworzonymi danymi prezentujace wyniki opisanych przeze mnie operacji (mo-
zesz je przegladac bez koniecznosci samodzielnego wprowadzania formut).

Zacznijmy od przyjrzenia si¢ dwém interesujacym zbiorom danych:

m  Metadane kazdej oferty zapisane w formie arkusza kalkulacyjnego. Zawierajg one
informacje okreslajace rodzaj wina, minimalng liczbe butelek, jaka mozna kupié¢,
warto$¢ udzielonego rabatu, kraj pochodzenia oraz to, czy cena danego wina
przekroczyla swoja warto$¢ szczytowa. Dane te zapisano w zaktadce DaneOfert
(rysunek 2.7).

m Jako pracownik wiesz, ktorzy klienci skorzystali z danej oferty, a wigc mozesz wpisac
te dane do kolejnego arkusza. W zaktadce Transakcje umieszczono nazwiska
klientéw wraz z informacjg o tym, z ktorej oferty skorzystali (rysunek 2.8).

Okreslanie tego, co chcemy mierzy¢
Teraz musimy zmierzy¢ si¢ z pewnym problemem. W kwestii dyskoteki szkolnej pomiar
odlegtosci pomiedzy osobami i grupami byl prosty — wystarczyto rozwing¢ metréwke.

Co mozemy zrobi¢ w przypadku sprzedazy win?

Wiesz, ze w zesztym roku zlozono 32 oferty, w zakladce Transakcje znajdujg si¢ dane
324 operacji zakupu podzielonych na klientéw. W celu dokonania pomiaru odlegtoéci
pomiedzy klientami i wyznaczenia §rodkéw grup musisz umiesci¢ klientdw w przestrzeni
32 transakeji. Innymi stowy: musisz okresli¢ transakcje, ktérych nie dokonali, i stworzy¢
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@| H9-®-|5 Winaxlsx - Microsoft Excel = B =
Marzedzia ghdwne Wstawianie Uktad strony Formuty Dane Recenzia ‘Widok ¥ e = BB &R
Al - Jx ‘ Numer oferty i
A B c D E F G -
1 .Kampania Asortyment Minimalna ilogé (kg) Rabat (%) Pochodzenie Przekroczono wartoéé szczytows? | |
2 1 Styczen Malbec 72 56 Francja FAESZ
3 |2 Styczen Pinot noir 72 17 Francja FAELSZ
4 |3 Luty Espumante 144 32 USA, Oregon PRAWDA
5 4 Luty Champagne 72 48 Francja PRAWDA
6 5 Luty Cabernet sauvignon 144 44 Nowa Zelandia PRAWDA
76 Marzec Prosecco 144 86 Chile FALSZ
8 7 Marzec Prosecco [3 40 Australia PRAWDA
9 8 Marzec Espumante 3 45 RPA FALSZ
10 |9 Kwiecier Chardonnay 144 57 Chile FALSZ
11 (10 Kwiecien Prosecco 72 52 USA, Kalifornia FALSZ
12 11 Maj Champagne 72 85 Francja FALSZ
13 |12 Maj Prosecco 72 83 Australia FALSZ =
14 |13 Maj Merlot 6 43 Chile FALSZ
15 14 Czerwiec Merlot 72 64 Chile FALSZ
16 (15 Czerwiec Cabernet sauvignon 144 19 Wiochy FAESZ
17 |16 Czerwiec Merlot 72 88 USA, Kalifornia FALSZ
1817 Lipiec Pinot noir 12 47 Niemcy FALSZ
19 18 Lipiec Espumante 6 50 USA, Oregon FAESZ
20 18 Lipiec Champagne 12 665 Niemcy FALSZ
21 20 Sierpien Cahernet sauvignon 72 82 Wiochy FAESZ
22 (21 Sierpien Champagne 12 50 USA, Kalifornia FAESZ
23 |22 Sierpien Champagne 72 63 Francja FAESZ
24 23 Wrzesien Chardonnay 144 39 RPA FAESZ
25 |24 Wrzesien Pinot noir [ 34 Wiochy FAESZ K |
26 |25 Pazdziernik Cabernet sauvignon 72 59 USA, Oregon PRAWDA
27 |26 Pazdziernik  Pinot noir 144 83 Australia FALSZ
28 27 Paidziernik Champagne 72 88 Nowa Zelandia FAESZ
29 28 Listopad Cabernet sauvignon 12 56 Francja PRAWDA E
|4 4+ ¥| DaneOfert . Transakge %2 1 M|
Gotowy | [EEm w0 &) i

Rysunek 2.7. Szczegéty ostatnich 32 ofert

& "9~ Wnaxdsx-M o= B R
Mar| Wsi| Ukt For Dar|z| v@o& R
E1 - £ | v
A B 73
ZlNazwisko klienta Mumer oferty B
2 |Smith 2
3 |Smith 24
4 lohnson 17
5 Johnson 24
6 Johnson 26
7 |Williams 18
8 Williams 22
9 Williams 31 =
| < » W[ DaneOfert | Transakgje %2 14 ]|
Gotowy | |[EH] 100 (00— .

Rysunek 2.8. Lista ofert, z ktérych skorzystali klienci
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tabele zawierajacy transakcje przyporzadkowane do danego klienta, w ktérej do kazdego
klienta zostang przypisane 32 kolumny wypelnione wartosciami 1 (dokonano transakcji)
lub 0 (nie dokonano transakcji).

Krotko mowigc: musisz przenie$¢ dane z zakladki Transakcje do tabeli klientow,
w ktorej kazdej transakeji zostanie przydzielony oddzielny rzad komérek, a kazdemu
klientowi zostanie przydzielona oddzielna komérka. Operacje taka najlepiej wykona¢
za pomocg tabeli przestawne;.

UWAGA

Podstawowe informacje dotyczace tabel przestawnych znajdziesz w rozdziale 1.

Oto czynnosci, ktdre powiniene$ wykonaé. Zaznacz kolumny A i B znajdujace si¢
w zakladce Transakcje, a nastepnie wstaw tabele przestawng. W oknie Lista pdl tabeli
przestawnej jako etykiety wierszy wybierz kolumne z ofertami, a jako etykiety kolumn
wybierz kolumne z danymi klientéw. Nastepnie przypisz wartosci do transakeji (w polu
Wartosci wybierz opcje Liczba ofert) — komorki wypelnione wartoscig I oznaczaja
skorzystanie przez danego klienta z wybranej oferty, a 0 lub (jak w tym przypadku)
pusta komoérka oznacza nieskorzystanie z oferty. Na rysunku 2.9 przedstawiono tabele
przestawng utworzong przeze mnie.

& I= Winaaxlsx - Microsoft Excel = B R

m Narzedzia gldwne  Wstawianie  Uktadstrony  Formuly  Dane  Recenzia  Widok v@o & =
A2 - & v

B & D E E G H I ] K L M N 0 =

Efl Liczba ofert Etykiety kolumn 58

W Etykiety wierszy [l Adams

5|1 1

6 2 i 1

73 1:

8 4 1 1

9|5

10 &

17 1 1 1 1

12 8 1 1

13 |9 1

14 10 1 1

58 11 1 i

16 |12

17 |13 1

18 14

19115

20 16 3

W 4 » M| Daneofert ./ Transskde | TabelaPrzestawna . #J 4 [m] rl

Gotowy | |[EDEm 100% ()

Rysunek 2.9. Tabela przypisujaca klientéw do transakcji

Gdy masz juz dane zakup6w przedstawione w formie macierzy, skopiuj zawartosé
zakladki DaneOfert do nowej zaktadki (nazwij ja Macierz). Do nowego arkusza skopiuj
wartosci znajdujace si¢ w tabeli przestawnej (nie musisz kopiowa¢ numeru transakcji,
poniewaz znajduje si¢ on w danych ofert). Dane umies$¢ w kolejnych kolumnach za danymi
ofert (zacznij od kolumny H). W ten sposob utworzysz tabele zawierajaca informacje
o ofertach oraz dane transakgji (rysunek 2.10).

Kup ksigzke Pole¢ ksiazke


http://helion.pl/page54976~rf/mianda
http://helion.pl/page54976~rt/mianda

60

Rozdziat 2. Analiza skupien. Czes¢ | — zastosowanie algorytmu centroidéw

|= Winaxlsx - Microsoft Excel = 3
m Marzedzia glowne Wstawianie Uktad strony Formuty Dane Recenzia Widok ¥ @ = BB &R
H1 - Jx | Adams v
A B o D E F G | H | 1 -
1 |Numer oferty Kampania Asortyment Minimalna ilogé (kg Rabat (%) Pochodzenie Przekrn:znn’Adams IAHen An
2 1 Styczen Malbec 72 56 Francja FAESZ
3 |2 Styczen Pinot noir 72 17 Francja FAESZ
4 13 Luty Espumante 144 32 USA, Oregon  PRAWDA
5 4 Luty Champagne 72 48 Francja PRAWDA
6 5 Luty Cabernet sauvignon 144 44 Nowa Zeland PRAWDA
76 Marzec Prosecco 144 86 Chile FAYSZ
8 7 Marzec Prosecco [3 40 Australia PRAWDA
9 8 Marzec Espumante [ 45 RPA FALSZ
10 |9 Kwiecien Chardonnay 144 57 Chile FALSZ 1
11 10 Kwiecier Prosecco 72 52 USA, Kaliforn FALSZ
12 11 Maj Champagne 72 85 Francja FALSZ
13 12 Maj Prosecco 72 83 Australia FALSZ 3
14 13 Maj Merlot 6 43 Chile FALSZ
15 14 Czerwiec Merlot 72 64 Chile FALSZ
16 |15 Czerwiec Cabernet sauvignon 144 19 Wiochy FALSZ
17 16 Czerwiec Merlot 72 88 USA, Kaliforn FALSZ
18 17 Lipiec Pinot noir 12 47 Niemcy FALSZ
19 18 Lipiec Espumante G 50 USA, Oregon FAESZ i
20 18 Lipiec Champagne 12 66 Niemcy FALSZ
21 20 Sierpien Cahernet sauvignon 72 82 Wiochy FAESZ
22 (21 Sierpien Champagne 12 50 USA, Kaliforn FAESZ
23 |22 Sierpien Champagne 72 63 Francja FALSZ
24 23 Wrzesien Chardonnay 144 39 RPA FAESZ
25 |24 Wrzesien Pinot noir [3 34 Whochy FALSZ =
26 |25 Pazdziernik Cabernet sauvignon 72 59 USA, Oregon PRAWDA
27 |26 Paidziernik  Pinot noir 144 83 Australia FALSZ
28 (27 Pazdziernik Champagne 72 88 Nowa Zeland FALSZ 1
29 28 Listopad Cabernet sauvignon 12 56 Francja PRAWDA -
M 4 ¥ | DaneOfert -~ Transakge TabelaPrzestawna | Maderz %] T4 [u] »
Gotowy | |[EB|cD 1003 (=) (1)

Rysunek 2.10. Tabela, ktéra powstata w wyniku pofaczenia danych ofert oraz transakcji

STANDARYZACJA DANYCH

W tym rozdziale kazdy wymiar danych jest typu binarnego, ale nie jest to reguta dotyczaca
kazdego problemu rozwigzywanego za pomoca analizy skupien. Wyobraz sobie sytuacje,
w ktorej ludzie s dzieleni na grupy na podstawie wzrostu, wagi i zarobkéw. Wzrost moze
wahac sie od 150 do 200 centymetréw, a waga od 45 do 140 kilograméw.

W takim przypadku pomiar odleglosci pomiedzy klientami staje sie o wiele bardziej
skomplikowany od pomiaru odleglosci pomiedzy uczestnikami dyskoteki. W zwigzku z tym
dane sg bardzo czesto standaryzowane — obliczana jest srednia danych znajdujacych sie
w kazdej kolumnie, a takze wykonywana jest operacja dzielenia przez wartos¢ charaktery-
zujacy rozklad danych, czyli odchylenie standardowe (parametr ten opisz¢ w rozdziale 4.).
Taki zabieg umozliwia przeskalowanie danych znajdujacych sie w kazdej kolumnie tak, aby
warto$ci oscylowaly w granicach zera.

Dane, ktore przetwarzamy w rozdziale 2., nie wymagaja standaryzacji. Praktyczne za-
stosowanie standaryzacji do wykrywania elementéw odstajacych przedstawie w rozdziale 9.
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Zacznij od czterech grup

Dysponujesz danymi skonsolidowanymi w formacie umozliwiajacym ich dalsze przetwarzanie.
Aby rozpocza¢ proces klastryzacji, musisz okresli¢ parametr k (liczbe klastrow algorytmu
centroidéw). Czesto, korzystajac z tego algorytmu, testuje si¢ jego dziatanie dla réznych
warto$ci tego parametru (w dalszej czesci ksigzki dowiesz sig, jak je dobrad), ale na poczatek
przyjmijmy tylko jedna jego warto$¢.

Najpierw musisz okresli¢ liczbe grup, na ktdre chcesz podzieli¢ swoich klientow,

a to zalezy od strategii marketingowej, jaka chcesz przyjac. Mozesz stworzy¢ 50 grup
(klastrow), do ktorych bedziesz wysytal 50 spersonalizowanych ofert (przeprowadzat

50 kampanii), ale takie rozwigzanie sprawi, Ze to ¢wiczenie stanie si¢ bezsensowne. Lepiej
bedzie podzieli¢ klientéw na wzglednie matg liczbe grup. Zacznij od podzialu na cztery
klastry — by¢ moze uzyskasz liste podzielong na grupy sktadajace sie z 25 klientéw, ktoérych
preferencje da si¢ tatwo zrozumie¢ (w rzeczywistosci bedzie to mato prawdopodobne).

No dobrze, jezeli chcesz podzieli¢ klientéw na cztery grupy, to jakie grupy najlepiej
byloby uzyskac?

Zamiast zasmieca¢ zakladke Macierz, skopiuj znajdujace si¢ w niej dane do nowej
zaktadki (nazwij ja 4MC). W kolumnach od H do K wstaw cztery puste kolumny. W celu
wstawienia nowej kolumny kliknij prawym przyciskiem myszy kolumne H, a nast¢pnie
wybierz opcje Wstaw. Spowoduje to wstawienie pustej kolumny po lewej. Po wstawieniu
kolumn nadaj im etykiety od Klaster 1. do Klaster 4. Mozesz je sformatowac za pomocg opcji
Formatowanie warunkowe — pozwoli Ci to obserwowa¢ zmiany warto$ci umieszczonych
w komorkach tych kolumn podczas przesuwania srodkowych punktéw klastrow.

Zakladka 4MC powinna teraz wygladac tak, jak pokazano na rysunku 2.11.

Na razie srodki wszystkich klastrow maja warto$¢ 0, ale moga przyja¢ dowolng warto$¢.
Twoim celem (podobnie jak w przyktadzie dyskoteki szkolnej) bedzie przesuniecie ich
w polozenia, przy ktorych srednia odlegto$¢ klientéw przypisanych do danego klastra
od jego $rodka bedzie jak najmniejsza.

Oczywiscie $rodki przyjma dla kazdej transakcji wartosci znajdujace si¢ w zakresie
od 0 do 1, poniewaz wszystkie wektory klientéw sg binarne.

Co tak naprawdg oznacza pomiar odleglosci pomigedzy $rodkiem klastra a klientem?

Odlegtos¢ euklidesowa — pomiar odlegtosci w linii prostej
Teraz kazdy klient jest opisany za pomocg jednej kolumny. Jak zmierzy¢ odlegto$¢ pomiedzy
nimi? Trzeba okregli¢ najkrotszg droge, jaka trzeba pokona¢, aby dojs¢ z jednego punktu
do drugiego (tzw. odleglo$¢ euklidesowa), a nastepnie ja zmierzy¢.

Aby zrozumie¢ sposob obliczania tej odleglosci, wré¢my na chwile do przykladu
potancéwki.
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Rysunek 2.11. Zaktadka 4MC z pustymi kolumnami definiujgcymi $rodki klastrow

Na rysunku 2.12 przedstawitem parkiet dyskoteki opatrzony osiami uktadu wspétrzednych.
Jak widzisz, osoba taniczaca znajduje si¢ w punkcie o wspétrzednych (8,2), a §rodek klastra
(grupy) lezy w punkcie o wspolrzednych (4,4). W celu obliczenia odleglosci euklidesowej
pomiedzy tymi punktami nalezy przypomniec sobie twierdzenie Pitagorasa, z ktdrego
czesto korzystate$ w gimnazjum i szkole $redniej.

10

1 2 3 4 5 6 7 8 9 10

Rysunek 2.12. Osoba tanczaca znajduje sie w punkcie o wspétrzednych (8,2),
a $rodek klastra jest potozony w punkcie o wspotrzednych (4,4)
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Punkty te sg od siebie oddalone o 8 — 4 = 4 metry w plaszczyznie pionoweji4 -2 =2
metry w plaszczyznie poziomej. Zgodnie z twierdzeniem Pitagorasa, w celu obliczenia
odlegtosci w linii prostej wyznaczone wcze$niej odleglosci nalezy podnies¢ do kwadratu
i zsumowac: 4% + 22 = 16 + 4 = 20 metr6w, a nastepnie obliczy¢ pierwiastek kwadratowy
— pierwiastek z 20 to ok. 4,47 (rysunek 2.13).

| | | | | | I | | |
1 2 3 4 5 6 7 8 9 10

Rysunek 2.13. Odlegtos¢ euklidesowa réwna jest pierwiastkowi kwadratowemu z sumy
podniesionych do kwadratu odlegtosci mierzonych w poszczegdélnych kierunkach

W przypadku 0s6b zamawiajacych Twoj newsletter masz do czynienia z wiecej niz
dwoma wymiarami, ale zasada pomiaru odlegtosci w obu przypadkach jest taka sama:
odlegto$¢ pomiedzy klientem a $rodkiem klastra jest okreslana w wyniku zmierzenia
odlegtosci pomiedzy nimi w kazdym wymiarze, podniesienia tych odleglosci do kwadratu,
zsumowania, a nastepnie wyciagniecia z nich pierwiastka kwadratowego.

Zalézmy, ze chcesz obliczy¢ odleglos¢ euklidesowa pomig¢dzy $rodkiem klastra 1.
(kolumna H) a klientem o nazwisku Adams (kolumna L).

W komorce L34 (pod zakupami wspomnianego klienta) mozesz obliczy¢ réznice wektora
wybranego kupujacego i srodka klastra we wszystkich wymiarach, podnies¢ ja do kwadratu,
zsumowacd, a nastepnie wyciggna¢ pierwiastek z tej sumy za pomocg ponizszej formuly
tablicowej (zauwaz, Ze zastosowano w niej odwotania bezwzgledne, a wigc mozesz ja
przenosi¢ do innych pdl, nie zmieniajac zdefiniowanych odwolan):

{=PIERWIASTEK(SUMA((L$2:L$33-$H$2:$H$33)°2))}
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Musisz skorzysta¢ z formuly tablicowej (wprowadz kod formuly, a nastepnie wcisnij
kombinacje klawiszy Ctrl+Shift+Enter lub Cmd+Return, o czym pisalem w rozdziale 1.),
poniewaz cze$¢ (L$2:L$33-$H$2: $H$33) 2 tej funkcji musi odczytywaé pojedyncze wartosci
z kolejnych komorek i podnosi¢ je do kwadratu. Formula zwrdci warto$¢ 1,732 (rysunek
2.14) — osoba o nazwisku Adams dokonala trzech transakeji, poczatkowe wspélrzedne
srodkéw wszystkich klastrow to same zera, a pierwiastek kwadratowy z 3 to 1,732.

= Microsoft Excel

F G [ w I ] K [
yment Minimalna ilo:Rabat (%] P d Przekroczono wartodé szco Klaster 1 Klaster 2 Klaster 3, Klaster 4 Adams Alle
Luty Cabernet sau 144 44 Nowa Zeland WDA
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n|z
1
o

Prosecco 144

Prasecca
Espumante &
A Chardonnay 144 57 e

s 72 52 USA, Kaliforn
72 85 Francja

rr) 83 Australia
& 43 Chile
72 &4 Chile
144 19 Wiochy
72 BB USA, Kaliforn

DaneOfert  Tranmkge - TibsaPaesawna  Maceq | 4MC ¥ LE] »
Gty S B 1008 (- o

Rysunek 2.14. Odlegtos¢ pomiedzy klientem o nazwisku Adams a srodkiem pierwszego klastra

W arkuszu widocznym na rysunku 2.14 zablokowatem poczatkowe kolumny (kolumny
od A do G sa stale wyswietlane pomimo przewijania przez kolejne kolumny). Ponadto
w komorce 634 umiesécitem etykiete Odlegtos¢ od klastra 1. Zabiegi te utatwiaja $ledzenie
danych podczas przegladania kolumn znajdujacych sie po prawej stronie arkusza.

Odlegtos¢ dla wszystkich!

Juz wiesz, jak obliczy¢ odleglo$¢ pomiedzy wektorem zakupu a srodkiem klastra.

Czas obliczy¢ odlegto$¢ pomiedzy klientem o nazwisku Adams a pozostalymi srodkami.
W tym celu przeciagnij zawarto$¢ komorki L34 w dot az do komorki L37, a nastepnie
recznie zmien w kolejnych wierszach odwotania z kolumny H na kolumny I, J i K.
W wyniku tych operacji w komorkach L34:137 znajda sie nastepujace formuly:
{=PIERWIASTEK(SUMA((L$2:1$33-$H$2:$H$33)*2))}
{=PTERWIASTEK(SUMA((L$2:L$33-$1$2:$1$33)°2))}
{ }
{ }

(

(
=PIERWIASTEK(SUMA((L$2:L$33-$J$2:$J$33)72))
=PTERWIASTEK(SUMA((L$2:L$33-$K$2:$K$33)°2))
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W powyzszych formutach zastosowale$ odwotania bezwzgledne (znak $; wiecej
informacji na ten temat znajdziesz w rozdziale 1.) do komoérek definiujacych srodki
klastréw, a wiec mozesz przeciggnaé zawarto$¢ komorek .34:1.37 do wszystkich komérek
az do DG34:DG37, co pozwoli obliczy¢ odlegtosci pomiedzy kazdym klientem a $rodkami
wszystkich czterech klastréw. W kolumnie G (w rzgdach od 35. do 37.) wprowadz etykiety
Odlegtos¢ od klastra 2. itd. Na rysunku 2.15 przedstawiono arkusz, w ktérym
wprowadzono te etykiety.

b9~ = esedt £ = B
R oo oiune e 0@csn
| 0G3a7 ¥
A B s D E ¥ [ DC oo DE o DG -
1 Numer oferty ia_Asortyment Minimalna ilo:Rabat (%)  Poched: kroczono wartedé szczWilliams  Wilson Wood Wright Young
20 Chamgagne 12 50 UsA, Kaliforn FALSZ 1
23 22 Champagne 72 63 Francja FALSZ 1 1
2423 Chardonnay 144 369 AP FALST
25 24 Pinot nair 6 34 Wiochy FALSZ
26 25 abernet sau 72 55 USA. Oregon PRAWDA
27 26 k Pinat nair 144 B3 Australia FALSE
28 27 Chamgagne 72 BE Nowa Zeland FALSE 1
29 28 Cabernet sau 12 56 Frangja PRAWDA
3029 Pinot grigio 6 &7 Francja FALSZ
31 30 Malbec 6 54 Francja ST 1
321 Chamgagne 72 B Francja FALST 1 1 1
3 n Cabernst sau 72 45 Niemey PRAW 1
Ty Odleglodé 1732 1.414 2,000 2,000 2,449
35 Odleglodd od ¥ 732 1,414 2,000 2,000 2449
36 Odlegloéé od klastra 3. 732 1414 2,000 2,000 2,449
37 Odleglodé od Klastra 4, 1.732 1414 2,000 2,000 2,449
e
"' 2| amc # 4 '
WEm ook (= o

Rysunek 2.15. Obliczanie odlegtosci kazdego klienta od wszystkich klastrow

Znasz odlegto$¢ pomiedzy klientami a czterema klastrami. Kazdy klient powinien by¢
przypisany do najblizszego klastra. Operacje te mozesz wykona¢ w dwoch krokach.

Wré¢ do Klienta o nazwisku Adams (kolumna L) i oblicz minimalng odlegto$¢ pomiedzy
nim a $rodkiem klastra. W komorce L38 wprowadz nastepujaca formute:

=MIN(L34:L37)

Teraz trzeba okresli¢ klaster, ktorego $rodek odpowiada tej minimalnej wartosci.
Mozesz to zrobi¢ za pomocg formuty PODAJ.POZYCJE (opisalem ja w rozdziale 1.).
Umieszczajac ja w komorce L39, mozesz okresli¢ indeks komorki z zakresu od L34 do L37,
ktérej zawartos¢ pokrywa sie z wartoécig minimalnej odlegto$ci:

=PODAJ.POZYCJIE(L38,L34:137.0)

W tym przypadku odlegto$¢ pomiedzy klientem a wszystkimi czterema klastrami jest
identyczna, a wiec funkcja PODAJ.POZYCJIE zwrdci indeks pierwszej znalezionej wartosci
(rysunek 2.16).

Przeciagnij te dwie formuty do komdrek znajdujacych si¢ po prawej stronie (az do
kolumny DG). Dodaj etykiety rzedéw: Minimalna odlegto$¢ od klastraiPrzypisany klaster.
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Rysunek 2.16. Arkusz zawierajacy formuty przypisujace indeks klastra do klientéw

Okreslanie potozenia Srodkéw klastréow

W arkuszu masz juz formuly obliczajace odlegtosci i przypisujace najblizszy klaster.
W celu okreslenia najlepszych potozen srodkow klastrow musisz okresli¢ wartosci dla
kolumn od H do K minimalizujace calkowita odlegto$¢ pomiedzy klientami i klastrami,
do ktorych s oni przypisani (39. rzad komoérek znajdujacy sie pod danymi konsumentow).
Jezeli przeczytates rozdzial 1., to powiniene$ wiedzie¢, co nalezy zrobié, gdy styszysz
stowo ,,zminimalizowa¢”. Musisz przeprowadzi¢ optymalizacje, a to wigze si¢ z koniecznoécig
uruchomienia narzedzia Solver.
Narzedzie to wymaga komorki celu, a wigc w komdrce A36 zsumuj wszystkie odlegtosci
pomiedzy klientami a $rodkami:

=SUMA(L38:DG38)

W zaprezentowanym wczesniej przykladzie dyskoteki szkolnej réwniez sumowali$my
odlegto$ci za pomocg tej funkcji. Jednak odlegloé¢ euklidesowa (wymagajaca podnoszenia
do kwadratu i obliczania pierwiastkow) jest wysoce nieliniowa, dlatego okreslenie potozenia
$rodkow klastrow wymaga zastosowania metody ewolucyjnej, a nie prostego algorytmu
LP simpleks.

W rozdziale 1. korzystales z algorytmu LP simpleks. W sytuacjach, w ktérych mozna
go stosowad, dziata on o wiele szybciej od innych metod. Niestety, nie mozesz z niego
korzysta¢ podczas podnoszenia do kwadratu i pierwiastkowania — wtedy, gdy podjecie
decyzji wymaga rozwigzania funkcji nieliniowej. ROwniez zaawansowana wersja tego
algorytmu dostepna w dodatku OpenSolver (opisalem go w rozdziale 1.) nie nadaje sie
do rozwigzania tego problemu.

W takiej sytuacji bedziemy musieli uzy¢ algorytmu ewolucyjnego wbudowanego
w narzedzie Solver, ktory taczy wyniki losowego poszukiwania z ,,hodowaniem”
dobrych rozwigzan (dziala podobnie do ewolucji biologiczne;j).
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UWAGA

Zagadnienia zwigzane z optymalizacjgq opisatem szerzej w rozdziale 4.

Zauwaz, ze masz juz wszystkie elementy niezbedne do rozwigzania problemu za pomoca
narzedzia Solver:

s Cel — zminimalizowanie sumy odlegtosci klientéw od srodkéw klastrow,
do ktdrych sg przypisani (A36).
m  Zmienne decyzyjne — modyfikowane wartosci definiujgce srodki klastrow (H2:K33).

m Ograniczenia — $rodki klastréw powinny przyjmowaé wartosci w zakresie od 0 do 1.

Otworz okno narzedzia Solver i umie$¢ w nim powyzsze parametry. Skonfiguruj Solver
tak, aby zminimalizowal warto$¢ zapisang w komorce A36, modyfikujac komorki H2:K33
i biorgc pod uwage ograniczenie wartosci wpisywanych do tych komorek (musza by¢ one,
podobnie jak dane, mniejsze lub réwne 1). Zaznacz opcje¢ Ustaw wartosci nieujemne dla
zmiennych bez ogranicze# i wybierz metode rozwiazania o nazwie Ewolucyjna (rysunek 2.17).

Parametry dodatku Solver @
Ustaw cel: £A$36
Ma: () Maks @ Min ) Wartodt:

Przez zmienianie komdrek zmiennych:

$HEZ4KER3

Podlegajacych ograniczeniom:
i$HEz dkEa3 =1 i a Dodai

Zrnieri

Usury

Resetuj wszystko

- Zatadujizapisz

| Ustaw wartosci nieujemne dla zmiennych bez ograniczer

ifi i

Wybierz metode rozwigzywania: Ewolucyina - Opcje

Metoda rozwigzywania

W przypadku gtadkich nieliniowych problemdw dodatku Solver wybierz aparat nieliniowy GRG, Dla
linicwych problemdw dodatku Solver wybierz aparat LP simpleks, natomiast w przypadku problemdw,
kkére nie =5 gtadkie, wybierz aparat ewolucyiny.

Rysunek 2.17. Konfiguracja Solvera do przeprowadzenia analizy skupien dzielacej klientow
na cztery grupy
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Zadanie to wcale nie jest dla Solvera takie proste, jak by sie moglo wydawac¢, a wiec
zajrzyj do opcji metody ewolucyjnej (kliknij przycisk Opcje i przejdz do karty Ewolucyjna).
Warto zmodyfikowaé parametr Maksymalny czas bez poprawy — wybierz czas ok. 30 sekund
(zaleznie od tego, ile czasu mozesz pos$wigci¢ na czekanie na rozwigzanie problemu).
Ustawilem czas 600 sekund (10 minut) — rysunek 2.18. Dzigki temu po uruchomieniu
Solvera bede mogl pdjé¢ na kawe. Jezeli chcialby$ zatrzymacé dziatanie Solvera, to wcisnij
klawisz Escape i zamknij go, zachowujac najlepsze znalezione dotychczas rozwigzanie.

Opcje -7/

wWszystkie metody | Mieliniowa GRG  Ewolucyina I

Zhieinosc: 0,00001
Swvbkosc mutacji: 0,15
Rozmiar populacji: 100
Inicjator losowy: i}
Maksymalny czas bez poprawey: 500

Wymagaj granic dla zmiennych

oK Anuluj |

Rysunek 2.18. Zaktadka opcji algorytmu ewolucyjnego

Jezeli ciekawi Cie sposdb dziatania algorytmu ewolucyjnego, to opis jego funkcjonowania
znajdziesz w rozdziale 4. i na stronie: http://www.solver.com/.
Kliknij przycisk Rozwigz i poczekaj na zakonczenie pracy algorytmu ewolucyjnego.

Analiza uzyskanych wynikéw

Zabawa zacznie si¢ dopiero po wygenerowaniu przez Solvera optymalnych klastrow.
Przyjrzyj si¢ danym, ktére uzyskalem (rysunek 2.19). Jak widzisz, Solver obliczyt optymalna
odlegto$¢ catkowita (140,7) i dzigki formatowaniu warunkowemu okreslit srodki czterech
klastrow.
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'-lo d Wanaadiz « Microwedt Exce =1 =
| e | Formul Dane  Recenga  de v@ed B
| A - =
A [ c D E F G | = ] } K [ -
1 Numer oferty Kampania Asartyment Minimalna ilat Rabat (%) Pochadzenic Prackroczana wartodé ssezlklaster 1. Klaster 2. Klaster 3, Klaster 4 Adams Alle
24 23 Wraesied  Chardonnay 144 RPA 5 | 0.023] 0,036 0,062
25 24 Pinat noir 6 0,043 0,017 0,035
26 25 Cabernat sau 72 0,034 0,083 0,114
27 26 Pinat nlr 144 83 A ia 0,030 0,090 0,130
28 27 Champagne 72 Nowa Zeland 0,010] 0,021 0,087 0,141
23 23 Cabernet sau 12 0,026( 0,017 0,090) 0,030
30 79 & 0.012 0,519 0,043 0,038
6 0,020 0,729 0,079) 0,136
72 0,023 0,027 0,211 0,259
33 32 Grudrier 72 0,003] 0,013 0,053] 0,135
1 166
Calkowita
35 odleglosé 1,048
36 140,7 1,691
a7 od klastra 4, 2,012
38 udl:g’usl. od klajtra 1.044
39 Praypisany klaster 2
M CanalFert Transaka TahabPrrestawna AMC o 1 L3
e T 10 (= x

Rysunek 2.19. Optymalne srodki czterech klastréw

Twoja wersja Excela mogta wygenerowa¢ inne wartosci srodkow klastréw. Moglo tak
sie sta¢, poniewaz algorytm ewolucyjny pracuje z warto$ciami losowymi i nie zawsze
generuje takie same wyniki. Twoje klastry moga by¢ zupelnie inne, moga nieco przypomina¢
moje lub ich $rodki moga by¢ utozone w réznej kolejnosci ($rodek mojego klastra 1.
moze znajdowac si¢ bardzo blisko srodka Twojego klastra 4. itd.).

W kolumnach B - G umiescile$ informacje o ofertach, a wigc teraz mozesz z tatwoscia
z nich korzysta¢, poniewaz dane te moga by¢ bardzo wazne z punktu widzenia §rodkéw
klastréw (rysunek 2.19).

W przypadku klastra 1. znajdujacego si¢ w kolumnie H formatowanie warunkowe
wyroznia oferty 24., 26., 17. i w mniejszym stopniu oferte 2. Jezeli zaglebisz si¢ w szczegoty
tych ofert, to maja one jedna rzecz wsp6lng — wszystkie sg zwigzane z winem pinot noir.

Jezeli przyjrzysz sie kolumnie I, to zauwazysz w niej pola wyrdznione na zielono — sa
to oferty, ktore tgczy niska minimalna ilo§¢ kupowanego wina. W klastrze tym znajduja
sie nabywcy, ktérzy nie chcg kupowa¢ duzych ilosci trunku.

Bede szczery: interpretacja dwoch ostatnich klastréw jest trudna. Moze zamiast
interpretowa¢ potozenie srodka klastra, lepiej przyjrze¢ si¢ preferencjom przyporzadkowanych
do niego klientoéw? By¢ moze w ten sposob wysnujesz jakie$ sensowniejsze wnioski?

Ustalanie najlepszej oferty dla danego klastra
Zamiast szuka¢ wymiarow, ktére przyjmuja dla danego klastra wartoéci blizsze 1,
sprawdzmy, kto jest przypisany do danego klastra i jakie oferty preferuje.

W tym celu skopiujmy zawarto$¢ zaktadki DaneOfert do nowej zaktadki (nazwij ja 4MC
— NajlepszeOfertyKlastréw). W nowej zaktadce przypisz kolumnom H - K etykiety 1, 2, 3,1 4
(rysunek 2.20).
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&9~ = Winaudsx - Microsoft Excel o B =
Narzedzia gtéwne Wstawianie Uklad strony Formuty Dane Recenzja Widok v @ =B 2
H1 A K1 v
A B & D E F G | H | 1 J K 79
1 |Numer oferty Kampania Asortyment Minimalna ilRabat (%) PochodzenicPrzekroczone w% 1 I 2 3 4 r;
2 1 Styczerd Malbec 2 56 Francja FALSZ F
3 2 Styczed Pinot noir 72 17 Francja FAYSZ
4 3 Luty Espumante 144 32 USA, Oregon PRAWDA
5 4 Luty Champagne 72 48 Francja PRAWDA
6 5 Luty Cabernet sau 144 44 Nowa Zeland PRAWDA
7 6 Marzec Prosecco 144 86 Chile FALSZ
8 7 Marzec Prosecco 6 40 Australia PRAWDA
9 8 Marzec Espumante 6 45 RPA FALSZ
10 9 Kwiecien Chardonnay 144 57 Chile FALSZ
1 10 Kwiecier Prosecco 72 52 USA, Kaliforn FALSZ -
W 4 » M| DpaneOfert . Transakge TabelPrzestawna Macierz_"4MC | 4MC - NajlepszeOfertyKlastrow %3 [IE] \I\ 2l
Gatowy | |[EE @ 100 (=) ] (%)

Rysunek 2.20. Przygotowywanie tabeli zliczajgcej oferty najpopularniejsze w danym klastrze

W 39. wierszu zakladki 4MC uzyskales liste klastréw przypisanych do poszczegélnych
klientéw. W celu okreslenia liczby transakeji dotyczacych danego klastra potrzebne jest
sprawdzenie tytutu kolumn H - K zaktadki 4MC — NajlepszeOfertyKlastréw, a nastgpnie
uzycie tej informacji w celu okreglenia, kto zostal przypisany do danego klastra w 39.
wierszu zakladki 4MC. Na koniec wystarczy zsumowac wartosci kazdego rzedu transakeji.
W ten sposob okreslisz liczbe klientow danego klastra, ktorzy skorzystali z danej oferty.

Zacznij od komorki H2 — liczby klientéw zaklasyfikowanych do klastra 1., ktérzy
skorzystali z oferty 1. (styczniowa oferta na wino malbec). Chcesz zsumowa¢ wartosci
wpisane w komoérkach L2:0G2 zaktadki 4MC, ale musisz wzig¢ pod uwage tylko klientéw
przypisanych do klastra 1. Jest to klasyczny przyktad zastosowania formuty SUMA. JEZELI.
W komorce H2 umies¢ nastepujaca formule:

=SUMA.JEZELT('4MC' I$1.$39:$DG$39, '4MC — NajlepszeOfertyKlastrow' !H$1, '4MC' !$L2:$DG2)

Formuta SUMA. JEZELT wymaga zadeklarowania warto$ci ("4MC" I $L.$39:$DG$39),
ktére beda poréwnywane z wartoscia 1 zadeklarowana w nagtéwku kolumny
("4MC — NajlepszeOfertyKlastrow' 'H$1). W przypadku znalezienia odpowiednich
wartosci dochodzi do sumowania wiersza 2. (zobacz trzeci element deklaracji formuty
— "4MC' 1$L2:$DG2).

Zauwaz, ze w formule zastosowalem odwolania bezwzgledne — znak $ umiescitem
przed wszystkimi elementami sekeji przypisania wiersza klastra, przed numerem wiersza
nagltéwkow kolumny i przed literg kolumny analizowanych transakeji. Dzieki zastosowaniu
odwotan bezwzglednych formute te mozesz przeciggna¢ do komorek H2:K33 w celu uzyskania
liczby transakcji, do ktérych doszlo przy wszystkich kombinacjach transakeji i klastréw
(rysunek 2.21). Aby zwigkszy¢ czytelnoé¢ danych zaprezentowanych w kolumnach H - K,
uruchom formatowanie warunkowe.

Dane mozesz posegregowa¢, korzystajac z opcji automatycznego filtrowania kolumn
A =K (zob. rozdziat 1.). Sortujac dane znajdujace si¢ w kolumnie H w kolejnosci od najwigkszych
do najmniejszych, mozesz zobaczy¢, ktore oferty byty najpopularniejsze wsrod klientéw
przyporzadkowanych do klastra 1. (rysunek 2.22).
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|1—.|| HwY-o-|= Winauxlsx - Microsoft Excel o [EOER
Marzedzia gtowne Wstawianie Uktad strony Formuty Dane Recenzja Widok %2 e o g ER
H2 - fe | =SUMA.JEZELI{'4MC'1$L$39:5DGS29; '4MC - =
F G H 1 ] K 5
1 Pochodzenie Przekroczono w: 1 2 3 4 E|
| 2 |Francja  FALSZ [ o 0 4 6
3 Francja FALSZ 4 0 4 2
4 USA, Oregon PRAWDA 0 0 2 4
5 |Francja PRAWDA 0 0 7 5
6 Nowa Zeland PRAWDA 0 0 2 2
7 |Chile FALSZ 0 0 5 7
8 Australia PRAWDA 0 12 4 3
9 RPA FALSZ 0 11 6 3
10 |Chile FALSZ 0 1] 7 3
11 USA, Kaliforn FAESZ 0 0 5 2 -
M 4 » M| DaneOfert . Transakge TabelaPrzestawna Macierz - "4MC | 4MC - Najil] 4 [u] » ]
Gotowy | |[E@ M 100% (o) . o
Rysunek 2.21. Sumy liczby transakcji podzielone na klastry
EEHD-®-|= Wina.xlsx - Microsoft Excel = B2
MNarzedzia ghiwne Wstawianie Uktad strony Formuky Dane Recenzja Widok 2 0 o 2R
H2 - f=| =SUNA.JEZELI{'4MC'I5L$39:9DGS39;'AMC - NajlepszeOfertyKlastraw'IHS1;4MC'T 5 v
A B C D E F G H -
1 Numer ofe ~ | Kampania |- Asortyme ~ Minimaln - Rabat (%) ~ |Pochodze - Przekroczono ~ 1 |
2 24 Wrzesien Pinot noir 3 34 Wihochy FALSZ 121
3 26 Paidziernik  Pinot noir 144 83 Australia FALSZ 8
4 17 Lipiec Pinot noir 12 47 Niemcy FALESZ 7
5 2 Styczen Pinot noir 72 17 Francja FALESZ 4
6 1 Styczen Malbec 72 56 Francja FALSZ 0
i 3 Luty Espumante 144 32 USA, Oregon PRAWDA 0
8 4 Luty Champagne 72 48 Francja PRAWDA 0
9 5 Luty Cabernet sa 144 44 Nowa Zeland PRAWDA 0
10 6 Marzec Prosecco 144 86 Chile FALSZ 0
11 7 Marzec Prosecco 6 40 Australia PRAWDA 0 5
O] Daneafs;riz Transakdge = TabeRPrzestawna Maaerz 4MC lﬁ:Mrl:’:n-.Najlepsze[)rférlt';r-i(lastréw Hl4 [w ] ;|I|
coony | [Eo@m weo 0 &,

Rysunek 2.22. Sortowanie klastra 1. — pinot, pinot, pinot!

Zgodnie z tym, co zauwazylem wczesniej, wszystkie oferty w tym klastrze dotycza wina
pinot. Ci klienci chyba za duzo naogladali si¢ filmu Bezdroza. Po posortowaniu kolumny
klastra 2. okazuje sig, ze znajduja si¢ w nim klienci, ktérzy preferujg zakup malej ilosci
wina (rysunek 2.23).

Niestety, w wyniku sortowania klastra 3. nie da si¢ wyciagna¢ tak oczywistych wnioskdw.
W tym klastrze jest wiele bardzo popularnych ofert i nie wida¢ wyraznej granicy pomie¢dzy
nimi a ofertami, z ktorych nikt nie skorzystat. Najpopularniejsze oferty w tej grupie
wydaja si¢ mie¢ co§ wspolnego — wszystkie charakteryzuja si¢ duza znizka. Pie¢ z szeéciu
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@‘ H9-o-|= Winaxlsx - Microsoft Excel o B =R
Marzedzia gtowne Wstawianie Uktad strony Formuky Dane Recenzja Widok % o o B B
i1 - £ 2
A B C D E £ G I
zINumer ofe - |Kampania |~ |Asortyme| - Minimaln; - Rabat (%) ~ Pochodze| - |Przekroczono |~ 2 -l_%l
2 30 Grudzien Malbec 6 54 Francja FAESZ 16
3 29 Listopad Pinot grigio ] 87 Francja FAESZ absy
4 7 Marzec Prosecco G 40 Australia PRAWDA 12
5 8 Marzec Espumante G 45 RPA FALSZ alik
4] 18 Lipiec Espumante 6 50 USA, QOregon FAESZ 11
T 13 Maj Merlot 6 43 chile FALSZ 6
8 1 Styczen Malbec 72 56 Francja FAESZ 0
9 2 Styczen Pinot noir 72 17 Francja FALESZ 0
10 3 Luty Espumante 144 32 USA, Oregon PRAWDA 0
11 4 Luty Champagne 72 48 Francja PRAWDA 0 5
CRIO DaneéfértI Transakge = ‘TabeléPrzesta'.'.‘na ﬂﬂsgierz 4MC 4Mc - riaj-ie[;szeb?grwléaétréw ﬁ] A w ] "P |I|
Gotowy | |[Eom e O ®

Rysunek 2.23. Sortowanie klastra 2. — osoby preferujgce mate zakupy

najpopularniejszych ofert to prawdziwe okazje, a wérdd czterech najpopularniejszych az
trzy dotycza win z Francji. Niestety, trudno jest tu wysnu¢ jakies$ jednoznaczne wnioski

(rysunek 2.24).
ME9-&-|s Wina.slsx - Microsoft Excel o B =
Marzedzia gtowne ‘Wstawianie Uktad strony Formuty Dane Recenzja Widok @ o = B O
12 - 5 | =SUMA.JEZELI{'4NC'151535:8DGS39; 4N C - NajlepszeOfertyKlastrow'1181;'4MC'! 2 v
A B G D E F G ] =
1 |Numer ofe|~ Kampania |~ Asortyme -~ Minimalni - |Rabat (%) ~ |Pochodze ~ Przekroczono |- 3 [
% 31 Grudzied Champagne 72 89 Francja FAESZ 1
3 4 Luty Champagne 72 48 Francja PRAWDA 7
4 9 Kwiecien Chardonnay 144 57 Chile FALSZ 7 |=
5 11 Maj Champagne 72 85 Francja FALSZ 7
6 8 Marzec Espumante 5] 45 RPA FALSZ [
7 27 Paidziernik  Champagne 72 88 Nowa Zeland FALSZ 6
8 6 Marzec Prosecco 144 86 Chile FALSZ 5
9 10 Kwiecien Prosecco 72 52 USA, Kaliforn FAESZ 5
10 14 Czerwiec Merlot 72 64 Chile FALSZ 5
11 16 Czerwiec Merlot 72 88 USA, Kaliforn FALSZ 5
12 26 Pazdziernik  Pinot noir 144 83 Australia FALSZ 5
13 1 Styczed Malbec 72 56 Francja FAESZ 4
14 2 Styczeri Pinot noir 72 17 Francja FAESZ 4
15 7 Marzec Prosecco 6 40 Australia PRAWDA 4
16 20 Sierpieni Cabernet sau 72 82 Whochy FALSZ 4
17 28 Listopad Cabernet sau 12 56 Francja PRAWDA 4
18 12 Maj Prosecco 72 83 Australia FALSZ =)
19 23 Wrzesieri Chardonnay 144 39 RPA FAESZ 3
20 25 Paidziernik  Cabernet sau T2 59 USA, Oregon PRAWDA 3
il 32 Grudzien Cabernet sau 72 45 Niemcy PRAWDA 3
22 3 Luty Espumante 144 32 USA, Oregon PRAWDA 2
23 S Luty Cabernet sau 144 44 Mowa Zeland PRAWDA 2
24 15 Czerwiec Cabernet saL 144 19 Whochy FALSZ 2
25 18 Lipiec Espumante 5] 50 USA, Oregon FAESZ 2!
26 19 Lipiec Champagne 12 66 Niemcy FAESZ 2
27 21 Sierpien Champagne 12 50 USA, Kaliforn FAESZ 2 .
W 4 v W[ DaneDfert Tralnsakcje " TabelaPrzestavna Macierz . 4MC | 4MC - I\Iéjlepszeﬂ_fér"t-y_l(lastréw ﬁ] 4w | » l
Gotowy | |@|§|E 100% (=——F (¥) -

Rysunek 2.24. Sortowanie klastra 3. nie daje jednoznacznych wnioskéw
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Przygladajac si¢ klastrowi 4., mozna wysnu¢ wniosek, ze wszystkie zakwalifikowane do
niego osoby z jakiego$ powodu lubig dokonywac zakupéw w sierpniu. Ponadto piec z szesciu
najpopularniejszych ofert dotyczy win pochodzacych z Francji, a dziesie¢ najpopularniejszych
— zakupu duzej ilo$ci win (rysunek 2.25). By¢ moze w tym klastrze znajduja si¢ klienci
preferujacy zakup duzej ilosci francuskich win? Nakfadanie si¢ klastrow 3. i 4. jest doé¢

klopotliwe.
|§|| H9-- = Wina.xlsx - Microsoft Excel o B2
Marzedzia ghdwne Wstawianie Uktad strony Farmuky Dane Recenzja Widok =2 0 = EH 22
1 - fe| 3 v
| 4] A B c D F G [« R
| 1 |Numer ofe| v |Kampania |~ |Asortyme|~ |Minimalni - |Rabat (%) v | Pochodze| ~ | Przekroczono | - 4 |
= 22 Sierpien Champagne 72 63 Francja  FALSZ D
=1 6 Marzec Prosecco 144 86 Chile FAESZ 7
4 31 Grudzien Champagne 72 89 Francja FALSZ HE
[ESH 1 Styczen Malbec 72 56 Francja FALSZ &
| 6 | 11 Maj Champagne 72 85 Francja FALSZ 6
1 7| 4 Luty Champagne 72 48 Francja PRAWDA 5
| 8 | 3 Luty Espumante 144 32 USA, Oregon PRAWDA 4
1 9 | 14 Czerwiec Merlot 72 64 Chile FAESZ 4
| 10 | 15 Czerwiec Cabernet sau 144 19 Wiochy FALSZ 4
|11 | 30 Grudzien Malbec 3 54 Francja FALSZ 4
112 | 7 Marzec Prosecco 6 40 Australia PRAWDA 3
137 8 Marzec Espumante 6 45 RPA FALESZ 3
|14 | 9 Kwiecien Chardonnay 144 57 Chile FALSZ 3
(5] 19 Lipiec Champagne 12 66 Niemcy FAESZ 3|
| 16 | 25 Paidziernik  Cabernet sau 72 59 USA, Oregon PRAWDA 5
|17 | 27 Pazdziernik  Champagne 72 88 Nowa Zeland FALSZ 3
| 18 | 2 Styczen Pinot noir T2 17 Francja FAESZ 2
119 | 5 Luty Cabernet sau 144 44 Nowa Zeland PRAWDA 2
|1 20 | 10 Kwiecieri Prosecco 72 52 USA, Kaliforn FAESZ 2
|21 | 12 Maj Prosecco T2 83 Australia FALESZ 2
|22 | 20 Sierpien Cabernet sau 72 82 Wiochy FALSZ 2
123 | 21 Sierpien Champagne 12 50 USA, Kaliforn FALSZ 2
| 24| 23 Wrzesien Chardonnay 144 39 RPA FALSZ 2
| 25 | 26 Pazdziernik  Pinot noir 144 83 Australia FALSZ 2
| 26 | 28 Listopad Cabernet sau 12 56 Francja PRAWDA 2
| 27 | 18 Lipiec Espumante 6 50 USA, Oregon FALSZ it

A
M 4 » ¥ [ DaneOfert "-I'rahsakqe " TabekPrzestawna Macierz .~ 4MC | 4MC - NajlepszeOfertyKlastréw K 1l ->|I|

Gotowy |

Srednia: 2,262626263  Licenik: 99 Suma: 224 |[EE|OI M 100% (=) [ {+)

Rysunek 2.25. Sortowanie klastra 4. — czy ta grupa klientéw po prostu lubi pi¢ szampana w sierpniu?

Dochodzimy do pewnej watpliwosci: czy cztery to odpowiednia liczba grup, na ktére
dzielimy naszych klientéw za pomocg algorytmu centroidéw? By¢ moze nie. Jak zatem
okresli¢ wlasciwg liczbe grup?
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Sylwetka podziatu — dobry sposéb na okreslenie optymalnej liczby klastrow
Nie ma niczego zfego w dokonywaniu podzialu na rézne liczby grup az do momentu
dojscia do wniosku, ze ktory$ podzial wydaje sie sensowny. Oczywidcie czasami wynik
podzialu okazuje si¢ bezsensowny, poniewaz w analizowanych danych brakuje informacji,
ktore umozliwilyby sensowny podzial na klastry.

Czy istnieje jaki$ sposob na ocenienie doboru liczby grup, na ktdre dzielimy nasz zbiér
danych, poza dokonywaniem podziatu i analizowaniem go ,,gotym okiem™?

Owszem, istnieje. Mozesz obliczy¢ parametr okreslajacy jakos¢ klastrow — sylwetke
podzialu (ang. silhouette). Zaleta tego parametru jest to, Ze na jako$¢ otrzymanych wynikéw
nie wptywa liczba grup, na ktére dokonujemy podziatu.

Sylwetka podziatu na wysokim poziomie — jak daleko od Ciebie sg Twoi sgsiedzi?
Mozesz poréwnac $rednig odlegto$¢ pomiedzy kazdym klientem a jego sgsiadami
przyporzadkowanymi do tego samego klastra ze $rednig odlegloscig do klientow

w klastrze, ktérego centrum znajduje si¢ najblizej.

Jezeli znajduje si¢ blizej 0s6b nalezacych do mojej grupy niz oséb nalezacych do sasiedniej
grupy, to chyba zostalem przydzielony do wlasciwej grupy, mam racje? A co, jezeli osoby
z sgsiedniej grupy znajduja sie praktycznie tak blisko mnie jak osoby z grupy, do ktdrej
zostalem przyporzadkowany? Moge wtedy dojs¢ do wniosku, ze moje przydzielenie
nie jest do konca przemyslane.

W sposdb formalny mozna to obliczy¢ za pomocg wzoru:

(Srednia odleglos¢ od elementow sgsiedniego klastra — Srednia odleglos¢ od elementow
mojego klastra) / maksimum tych dwéch srednich

Mianownik tego wzoru sprawia, ze umozliwia on otrzymanie wartoéci z zakresu
od-1do 1.

Przeanalizuj ten wzér. Gdy osoby z innej grupy oddalaja si¢ ode mnie (bardziej si¢ ode
mnie r6znia), to wzor zwraca warto$¢ blizsza 1. Jezeli obie $rednie odleglosci sa podobne,
to wzor zwraca warto$¢ zblizong do 0.

Obliczajac $rednig wartos¢ takich liczb charakteryzujacych kazdego klienta, uzyskamy
sylwetke podzialu. Gdy sylwetka podziatu przyjmuje wartos¢ 1, to podziat jest idealny.
Zero oznacza zly podziat klastréw, a warto$¢ mniejsza od zera oznacza, ze wielu klientow
pasowaloby lepiej do innego klastra.

Obliczajac wartoéci sylwetki podzialéw dla réznych liczb grup, mozna stwierdzi¢,
czy dodanie grupy poprawia podzial.

Aby wyjasni¢ dzialanie tej techniki, wré¢my jeszcze raz do przykladu dyskoteki
szkolnej. Na rysunku 2.26 przedstawiono obliczenia odleglosci uzyte w celu okreslenia
sylwetki podziatu. Poréwnano odleglo$¢ pomiedzy jednym z opiekunéw a dwoma
pozostatymi opiekunami z odleglo$cig pomiedzy tym opiekunem a osobami
przyporzadkowanymi do najblizszego klastra (grupy chiopcow).

Kup ksigzke Pole¢ ksiazke


http://helion.pl/page54976~rf/mianda
http://helion.pl/page54976~rt/mianda

Prawdziwy problem: implementacja algorytmu centroidéw w e-mail marketingu 75

Rysunek 2.26. Odlegtosci, ktore nalezy wzig¢ pod uwage w przypadku okreslania wptywu
przyporzadkowania osoby pilnujacej na warto$¢ okreslajaca sylwetke podziatu

W sytuacji widocznej na rysunku osoba pilnujaca znajduje si¢ o wiele blizej pozostalych
opiekunoéw niz nastolatkéw, a wiec warto$¢ wspotczynnika odleglosci bedzie w tym
przypadku wyraznie wigksza od zera.

Tworzenie macierzy odlegtosci

W celu zaimplementowania metody sylwetki podzialu musisz uzyska¢ wazne dane —
odlegtoé¢ pomiedzy klientami. Srodki klastréw moga zmienia¢ polozenie, ale odleglosci
pomiedzy klientami sg state. W zwigzku z tym mozesz stworzy¢ jedna tabele z odleglo$ciami
i korzysta¢ z niej przy wszystkich obliczeniach sylwetki podziatu (przy podziale na rézne
liczby grup i przy réznych wspoétrzednych ich srodkow).

Zacznij od utworzenia pustego arkusza o nazwie Odlegtosci. Skopiuj do niego nazwiska
klientéw w pionie i w poziomie. Kazda komorka tej tabeli bedzie definiowata odlegto$¢
pomiedzy klientem, ktérego nazwisko jest umieszczone w kolumnie, a klientem, ktérego
nazwisko zapisano w wierszu. W celu wklejenia danych klientow do wierszy tej zaktadki
skopiuj komorki H1:0C1 z zaktadki Macierz i skorzystaj z polecenia Wklej specjalnie. ..
Pamietaj o wybraniu opcji wklejania Wartosci i zaznaczeniu pola Transpozycja w oknie
Wklejanie specjalne.
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Aby §ledzi¢ polozenia klientow w tej duzej tabeli, ponumeruj ich (przypisz im numery
od 0 do 99 w obu kierunkach). Numery te umies¢ w kolumnie A i wierszu 1. W tym celu
wstaw pusty wiersz i pustg kolumne od gdry i na lewo od wiersza i kolumny, do ktérych
wkleile$ nazwiska (kliknij kolumne A i wiersz 1. prawym przyciskiem myszy, a nastepnie
wybierz opcje wstawiania nowej kolumny i nowego wiersza).

UWAGA

Kolejne liczby z zakresu 0 — 99 mozesz wstawi¢ na wiele ré6znych sposobéw. Na przyktad
zacznij od wpisania cyfr 0, 1, 2, 3 w pierwsze komaérki. Nastepnie zaznacz je i przeciagnij
dolny rég zaznaczonego obszaru na pozostate komoérki. Excel powinien zrozumie¢ Twoj

zamiar i automatycznie dokonczy¢ sekwencje. Na rysunku 2.27 przedstawiono tabele goto-
wa do zapetnienia danymi.

FA ™ |= Winaxlsx - Microsoft Bxcel % = & g
g Narzedzia gtéwne Wstawianie Uktad strony Formuty Dane Recenzja Widok %2 @ = Ep 28
Bl - Je »
| A B | G D E F G HZ
ER I — : 1 2 3 +
7l Adams Allen Anderson  Bailey Baker Barnes
3 0 Adams
4 1 Allen
5 2 Anderson
6 3 Bailey
7 4 Baker
8 5 Barnes
9 6 Bell
10 7 Bennett
11 3 Brooks -
M 4 » M| DaneOfert . Transakge TabelPrzestawna Macierz .~ 4MC 4MC - I-Jajl-gps:eOFI] A ] >7|]|
Gotowy | |[EH|E @ 1003 (=) (+)

Rysunek 2.27. Pusta tabela odlegtosci

Spojrz na komoérke C3 — powinna zawierac odleglo$¢ pomiedzy klientem o nazwisku
Adams a klientem o nazwisku Adams, a wiec odlegloé¢ pomiedzy ta sama osobg. Bedzie
ona wynosi¢ 0 — nikt nie moze by¢ blizej siebie od siebie samego.

Jak obliczy¢ te odlegtos¢? W kolumnie H zaktadki Macierz znajduje si¢ wektor transakeji
dokonanych przez klienta o nazwisku Adams. W celu obliczenia odleglosci euklidesowe;j
pomiedzy tym uzytkownikiem a nim samym wystarczy od kolumny H odja¢ kolumne H,
uzyskang roznice podnie$¢ do kwadratu, zsumowac otrzymane wartosci, a nastepnie
wyciagna¢ z nich pierwiastek kwadratowy.

Jak przeciagnac te obliczenia do kazdej komorki arkusza? Reczne wpisywanie kazdej
formuly byloby bardzo czasochfonne. W zwigzku z tym w komorce C3 musisz skorzysta¢
z formuly PRZESUNIECIE. Wigcej informacji na temat tej formuly znajdziesz w rozdziale 1.

Formuta PRZESUNIECIE przyjmuje okreslony zakres komoérek (w tym wypadku wektor
transakcji dokonanych przez klienta o nazwisku Adams — Macierz!$H$2: $H$33), a nastepnie
przesuwa caly zakres o okre$long liczbe rzedow i kolumn.

Kup ksigzke

Pole¢ ksiazke


http://helion.pl/page54976~rf/mianda
http://helion.pl/page54976~rt/mianda

Kup ksigzke

Prawdziwy problem: implementacja algorytmu centroidéw w e-mail marketingu

Na przyktad formuta PRZESUNIECIE(Macierz!$H$2:$H$33.0.0) zwraca wektor transakeji
dokonanych przez klienta o nazwisku Adams, poniewaz przesuwamy podany zakres o 0
wierszy w d6t i 0 kolumn w prawo.

Natomiast formuta PRZESUNIECIE (Macierz! $H$2:$H$33,0,1) zwroci kolumne
z transakcjami klienta o nazwisku Allen, formuta PRZESUNIECIE (Macierz! $H$2: $H$33,0,2)
zwroéci kolumne z transakcjami klienta o nazwisku Anderson itd.

Wtasnie do tego przydadza sie wartosci z zakresu od 0 do 99, ktére wpisalismy do
wiersza 1. i kolumny A. Mozemy dzi¢ki nim zbudowa¢ np. nastepujaca formule:

{=PIERWIASTEK(SUMA((PRZESUNIECIE(Macierz!$H$2:$H$33,0,0d1egtosci!C$1)-PRZESUNIECIE
(Macierz!$H$2:$H$33.0.0d1egtosci!$A3))*2))}

W ten sposdb okreslimy odleglo$¢ pomiedzy klientem o nazwisku Adams a nim samym.
Zauwaz, ze Odlegtosci!C$1 definiuje przesuniecie kolumny w pierwszym wektorze transakcji,
a 0dlegtosci!$A3 definiuje przesuniecie kolumny w drugim wektorze transakcji.

Dzieki temu po przeciagnieciu tej formuly na caly arkusz wszystko bedzie zakotwiczone
na wektorze transakcji klienta o nazwisku Adams, ale formuta PRZESUNIECIE bedzie
przesuwala wektor we wlasciwe miejsca wskazywane przez indeksy umieszczone
w kolumnie A i wierszu 1. W ten sposéb bedziemy przetwarzaé wlasciwe wektory
transakgeji klientéw. Na rysunku 2.28 pokazano tabele wypelniong warto$ciami odlegtoéci.

\z‘ =] I Winaxlsx - Microsoft Excel o B
m Marzedzia ghowne Witawianie Uktad strony Formuty Dane Recenzja Widok @ e = P R
c3 - Fe | {=PIERWIASTEK(|SUMA(|(PRZESUNIECIE{Macierz| $HS2:5H333;0; -~
Odlegtosci!CS1)-PRZESUNIECIE(Macierz | SHS2:5H533;0;0dlegtosci! o
$a3))42])) -
A B c | D E F G H =
1 0 1 2 3 4 BIE
| 2| Adams Allen Anderson  Bailey Baker Barnes
| 3| 0 Adams I 0,000! 2,236 2,236 1,732 2,646 2,646
4 1 Allen 2,236 0,000 2,000 2,000 2,449 2,449
5 2 Anderson 2,236 2,000 0,000 2,000 2,448 2,449
3 3 Bailey 1,732 2,000 2,000 0,000 2,000 2,449
7 4 Baker 2,646 2,449 2,449 2,000 0,000 2,000
8 5 Barnes 2,646 2,449 2,449 2,449 2,000 0,000
9 6 Bell 2,646 2,449 1,414 2,449 2,828 2,828 -
4 4 » M| DaneOfert . Transakge TabelaPrzestawna Macierz .~ 4MC .~ 4MC - Najlepszeor'eﬂ:{led] 4 @I 3 E
Gotowy | |[E@m 100 = [} (1)

Rysunek 2.28. Tabela odlegtosci wypetniona danymi

Pamietaj, Ze formuly wpisywane w zakladce Odleglosci muszg by¢ formutami
tablicowymi, tak jak w przypadku zakladki 4MC.

Excel i implementacja sylwetki podziatu

Przygotowales dane w zakladce Odleglosci, a wigc mozesz przystapi¢ do wykonywania
obliczen niezbednych do okreslenia wartosci sylwetki podziatu. Utwérz nowy arkusz
i nazwij go 4MC Sylwetka.
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Na poczatek skopiuj z zakladki 4MC nazwiska klientéw i numery grup, do ktérych
zostali przypisani — skorzystaj z opcji Wklej specjalnie... i umie$¢ nazwiska w kolumnie A,
a numery grup umie$¢ w kolumnie B (nie zapomnij zaznaczy¢ opcji Transponuj w oknie
Wklejanie specjalne).

Teraz bedziesz mogt skorzystaé z arkusza Odleglosci i obliczy¢ §rednig odlegto$é
pomiedzy kazdym klientem a klientami przyporzadkowanymi do tej samej grupy.

W kolumnach od C do F umies¢ etykiety 0dlegtos¢ od cztonkéw 1. grupy — Odlegtosé
od cztonkéw 4. grupy.

W moim skoroszycie klient o nazwisku Adams zostal przypisany do klastra 2., a wiec
w komorce C2 bedziesz musial obliczy¢ odlegto$¢ pomiedzy nim a wszystkimi klientami
przypisanymi do klastra 1. Musisz przeszuka¢ liste klientow i wybrac tych, ktorzy zostali
przypisani do klastra 1., nastepnie obliczy¢ $rednia odlegtos¢ pomiedzy nimi a klientem
o nazwisku Adams (mozesz skorzysta¢ z wiersza 3. arkusza Odlegfosci).

Brzmi to jak typowe zastosowanie formuty SREDNTA. JEZELI:

=SREDNTA.JEZELT('4MC' 1$L.$39:$DG$39,1,0d1egtosci ! $C3:$CX3)

Formuta SREDNIA. JEZELT sprawdza przypisania do klastréw i dobiera je do klastra 1.
przed okresleniem $redniej odpowiednich odlegtosci z komorek C3:CX3.

Formuly wpisywane w kolumnach D - F sg identyczne, ale zamiast do klastra 1.
odwolujemy sie do klastréw 2., 3. i 4. Po umieszczeniu formul w odpowiednich
kolumnach kliknij je dwukrotnie w celu skopiowania do pozostatych komorek klientow.
W ten sposob uzyskasz tabele pokazang na rysunku 2.29.

|1—,| = = Winaxlsx - Microsoft Excel = a2
m Marzedzia g | Wstawianie | Uktad stron | Formuly | Dane | Recenzja | Widok | &2 e o e ER
c2 - fe | =SREDNIA.JEZELI{'4MC'I5L539:5DGS39;1; ~
Odleghoscil3C3:5CK3) e

A B | ¢ | D E F A

Odleglos¢  Odleglos¢  Odleglos¢  Odleglosé  [=
od czlonkdw od cztonkéw od cztonkdw od cztonkdw

1 Nazwisko  Grupa 1. gru 2. grupy 3. grupy 4. grupy
2 |Adams I 2,358! 1,495 2,318 2,688

2
3 Allen 3 2,134 2,215 1,980 2,476
4 Anderson 1 0,957 2,215 2,097 2,558
5 |Bailey 2 2,134 1,554 2,080 2,462
6 Baker 3 2,562 2,429 2,346 2,703
7 Barnes 4 2,562 2,631 2,423 2,345
8 Bell 1 1,075 2,631 2,495 2,897 +
M 4 v W[ 7 4NC - NajlepszeOfertyKlastriw Odlegioéci | 4MC Sylwetka < F3[[ 4 [u] »[]
Gotowy | | m 100 (=) y; (+)

Rysunek 2.29. Srednie odlegtoéci pomiedzy poszczeglnymi klientami
a klientami przypisanymi do kazdego z klastréow
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W kolumnie G mozesz dokona¢ obliczen dla najblizszej grupy klientéw — skorzystaj
z formuly MIN. W przypadku klienta o nazwisku Adams zastosuj formuly:

=MIN(C2:F2)

W kolumnie H za pomocg formuty MIN.K mozesz obliczy¢ wartoéci dla drugiej najblizszej
grupy klientéw (w podanym przykltadzie zastosowali$my parametr 2, poniewaz formuta
ma okresla¢ drugie najblizsze miejsce):

=MIN.K(C2:F2.2)

W podobny sposob mozesz obliczy¢ w kolumnie I odlegtos¢ od klientéw
przyporzagdkowanych do tej samej grupy (prawdopodobnie bedzie to wartoé¢
identyczna z ta, ktora znalazla sie¢ w kolumnie G, ale nie jest to reguta):

=INDEKS(C2:F2.B2)

Formula INDEKS jest uzywana w celu okreslenia wlasciwej odlegloéci zapisanej
w kolumnach C - F przy uzyciu wartoéci zapisanej w kolumnie B, ktdra to kolumna petni
funkcje indeksu.

W celu obliczenia wartosci sylwetki podzialu musisz réwniez okresli¢ odlegtos¢ od
najblizszej grupy klientéw, ktdrzy nie naleza do klastra, do ktérego przyporzadkowany
zostal analizowany klient (zwykle warto$¢ ta bedzie réwna tej, ktérg umieszczono
w kolumnie H, ale nie jest to reguta). W celu okreslenia tej warto$ci w kolumnie J musisz
poréwnac odlegtos$¢ od wlasnego klastra umieszczong w kolumnie I z odlegtoécia od
najblizszego klastra. Jezeli te wartosci sg identyczne, to w kolumnie J wpisujemy wartos¢
odczytang z kolumny H, w przeciwnym wypadku wpisujemy warto$¢ odczytang z kolumny G:

=JEZELI(I2=G2,H2,G2)

Po skopiowaniu tych formut w dét uzyskasz arkusz przedstawiony na rysunku 2.30.

& = |= Winaxlsx - Microsoft Excel o BOR
m Marzedzia gtowne Wstawianie Uktad strany Farmuty Dane Recenzja Widaok @ e o B ER
12 - Je | =JEZELI{12=G2;H2;G2) o
B
A B T D E F & H 1 | 1 e
Odleglosé  Odleglosé  Odlegios¢é  Odleglosé Druga - Warl=]
od czfonkow od czfonkéw od cztonkdw od cztonkéw Najblizsza  najblizsza Sgsiedni sylw
| 1 Nazwisko  Grupa 1. grupy 2. grupy 3. grupy 4. grupy grupa grupa MGj klaster  klaster pod:
LAdams 2 2,358 1,485 2,318 2,688 1,495 2,318 1,495' 2,318!
3 Allen 3 2,134 2,215 1,980 2,478 1,980 2,134 1,980 2,134
4 Anderson 1 0,957 2,215 2,097 2,558 0,957 2,097 0,957 2,097
5 Bailey 2 2,134 1,554 2,080 2,462 1,554 2,080 1,554 2,080
6 Baker 3 2,562 2,428 2,346 2,703 2,346 2,429 2,346 2,429
7 Barnes 4 2,562 2,631 2,423 2,345 2,345 2,423 2,345 2,423
8 Bell 1 1,075 2,631 2,495 2,897 1,075 2,495 1,075 2,485 -
HAarm 4MC - NajlepszeOfertyklastrow Odlegiosd | 4MC Sylwetka . ¥3 Talw ] [
Gatowy | |[FE|m @ 1003 (=) [} T

Rysunek 2.30. Srednie odlegtosci pomiedzy klientami przyporzadkowanymi do tej samej grupy
a klientami przyporzadkowanymi do najblizszej grupy, w ktérej dany klient sie nie znajduje
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Dysponujac obliczonymi wcze$niej warto$ciami, okreslenie wartosci sylwetki podziatu
dla kazdego klienta nie stanowi zadnego problemu. Wystarczy zastosowa¢ formule:

=(J2-12)/MAX(J2.12)

Skopiuj t¢ formule do komoérek znajdujacych si¢ ponizej, a uzyskasz wspoétczynniki
wartosci sylwetki podziatu kazdego klienta.

Przygladajac si¢ uzyskanym wynikom, zauwazysz, ze niektdre z nich sg bliskie 1.
Na przyktad wartoé¢ sylwetki podziatu klienta o nazwisku Anderson wynosi w przypadku
mojego podziatu na grupy 0,544 (rysunek 2.31). Niezle! Niestety, w przypadku klientéw
takich jak np. Collins wartos¢ ta jest mniejsza od 0, co $wiadczy o tym, ze charakterystyki
tego klienta sa blizsze sasiedniemu klastrowi. Biedak.

|1—‘| = |= Wina.xlsx - Microsoft Excel = B
m Marzedzia gtowne Wstawianie Uktad strony Formubly Dane Recenzja Widok % e o @ ER
M2 - F | =SREDNIA{K2:K101) Ps
E
H I 1 K N =
Druga Wartosci E
najblizsza Sasiedni sylwetki Sylwetka
1 grupa Maj klaster  klaster podzialu odziafu
2 2,318 1,495 2,318 0,355 I 0;1492!
3 2,134 1,980 2,134 0,072
4 2,097 0,957 2,097 0,544
5 2,080 1,554 2,080 0,253
6 2,429 2,346 2,429 0,034
7 2,423 2,345 2,423 0,032
8 2,495 1,075 2,495 0,569 -
M 4 v W[ 7 4NC - NajlepszeOfertyklastriw Odlegioéci | 4MC Sylwetka <3 7 [14 [u] » ]
Gotowy | |[FE@m@m 100 (=) {) (+)

Rysunek 2.31. Wspoéiczynnik sylwetki podziatu przy podziale na cztery klastry

Teraz mozesz obliczy¢ $rednig tych wartosci, ktéra bedzie rowna ogdlnemu
wspdtczynnikowi sylwetki podziatu. W moim przypadku (rysunek 2.31) wynosi on 0,1492.
Wartos¢ ta jest wyraznie bardziej zblizona do 0 niz 1. To smutne, ale wcale nie zaskakujace.
W koncu dwa z czterech klastrow byly trudne do jednoznacznego zinterpretowania
i opisania za pomocg preferowanych ofert.

No dobrze, co dalej?

Wspdlczynnik sylwetki podziatu wynosi 0,1492. Co to znaczy? Jak mozna z tego
skorzysta¢? Wyprdbuj podzial na inng liczbe grup. Pdzniej bedziesz mogt poréwnac
wspotezynniki sylwetki tych podzialéw i dowiedziec¢ sig, czy dzielac klientéw na wieksza
liczbe klastrow, poprawiasz jakos¢ podziatu.
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A moze potrzebujesz pieciu klastrow?
Sprobuj podzieli¢ klientéw na pie¢ grup i zobacz, co si¢ stanie.
Mam dla Ciebie dobrag wiadomos$¢: opracowales juz arkusz dla czterech klastrow,
a wiec nie musisz zaczyna¢ pracy nad kolejnym arkuszem od podstaw. Ponadto
nie musisz w zaden sposdb modyfikowa¢ arkusza Odlegfos¢. Czas rozpoczaé prace.
Utworz kopig arkusza 4MC i nazwij go 5MC. Wystarczy, ze dodasz do niego piaty

klaster i uwzglednisz go w obliczeniach.

81

Kliknij prawym przyciskiem myszy kolumne L i wstaw obok niej nowa kolumne
o nazwie Klaster 5. Musisz rowniez doda¢ wiersz Odlegto$é od klastra 5. — kliknij 38.
rzad komorek i wstaw nad nim pusty wiersz. Mozesz skopiowac¢ zawarto$¢ wiersza
Odleglos¢ od klastra 4. i zmieni¢ w jego formutach odwolania do kolumny K na odwolania
do kolumny L. Ponadto formuly wierszy Minimalna odlegtos¢ od klastra i Przypisany
klaster muszg zawiera¢ odwolania do wiersza 38., a nie 37. (zwieksz zakres formut

o nowy klaster).

Po wykonaniu tych czynnosci uzyskasz arkusz przedstawiony na rysunku 2.32.

Pochodrenie Prrekroczono wartodé szerilaster 3
50 USA, Kaliforn FARSE

63 Fri FALST
39 RPA FALSZ

34 Wiochy FA

59 USA, Oregon PRA

83 Australia FALSZ
88 Nowa Zeland FARSZ

56 Francja PRAWDA
47 Francje FALSZ
54 Francja FALSZ
89 Francja FALSZ
45 Niemey PRAWDA

SMC

A o = o E
1 MNumeroferry  Kampania Asertyment Minimalna flo: Rabat [%)
2 n Sierpied  Champagne 12
23 112 4 Champagne 72
2423 Chardonnay 144
25 24 Binot noir [
26 15 k Cabemet sau 72
27126 k Pinat noir 144
27 Patdriernik Champagne 72
8 Listopad  Cabemat sau 12
30 |29 Listopad  Pinot grigio 6
31 30 Grudzied  Malbee [3
2 Grudzied  Champagne 72
33 32 Grudzien  Cabernet sou '
34
Calkowita
35 odleglodé
36 140,6
38
39
40
a
42
i m AMC - HagepsreOfertysasriw [}
Gatewy

)

Odleglods od klagtra 1

Odleglosé od klastra 2.
Odleglost od klastra 3.
Odlagioéé od klastra 4
Odlegiodé od klastra 5.
Minimalna odleglosé od kis
Prazypisany klaster

Rysunek 2.32. Tworzenie podziatu na piec¢ grup

] K

Al

i

100%

1044
1,691
2012

1042

Dzielenie klientéw na piec klastréw za pomoca narzedzia Solver
Otworz narzedzie Solver. W zmiennych decyzyjnych i ograniczeniach musisz zmieni¢
$H$2:$K$33 na $H$2: $L$33. Teraz beda one uwzglednia¢ nowy (piaty) klaster. Pozostale
opcje narzedzia Solver pozostaja bez zmian.
Kliknij przycisk Rozwigz i poczekaj na rozwigzanie problemu.
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W moim przypadku Solver zakonczy! prace, uzyskujac catkowitg odleglos$¢ rowna 135,1
(rysunek 2.33).

i [ = [w Winasis - Microsoft Excel
D o oo wimmans amuy  Dane Recenga Wido &
AT6 - fa] =un &
A 8 ¢ o £ P G H l ) K L M~
1 Numer aferty ia_Asortyment Minimalna ilo: Rabat (%) P i wartodé sseal Klastor 1. Klaster 2. Klaster 3, Klaster 4. Klaster5.  Adams
15 14 e Meriot 72 &4 Chile FALSZ 0.007] 0,011 ocoo] o5 0,123]
1615 < 144 . sz 0,011 0.002 0,005 0,148 0,048
1716 Crerwire 72 Harm EALSZ 0,011 0,008 0,00 0012 0,105
18 17 1 nalr 12 AT Niemey  FAMSZ o,sul 0,001 0,009
19 18 Espumante & 50 UsA, Oregon FALSZ 0,010 0,475 0,027
2019 Champagne 12 6 FALST 0,008 0,008, 0,052
2120 e Cabernet sau 72 FALSZ u.uui 0,008 0,100
21 Sierpien  Champagne 12 lifor FALSZ o011 0010 0,048
21 Slerplan  Champagne 1 EALST 0,007| 0,009 0,004
2423 144 FALSZ L‘.L‘.ul 0.007 0,072
2524 3 FALSZ 1000 0,011 0,009
6 25 Paidrienic u 72 5% US4, Oregon PRAWDA 0,011 0,010 0,082
2126 Paidier 144 B3 Ausalis  FALS2 0,713| 0,008 0,147
2827 Patdrierik C 72 B8 Nowa Zeland £ o.010| o.011 0112
29|28 Listepad 12 56 Francja 0,010| 0,011 0,100]
3029 Listead & y 0,048
31 |30 Grudzied 6 0,051
3231 Grudzied  Champagne 7 0,013 c.swl__iw
33 5 Grudzied _ Cabernet sau 72 PRAWDA 0,004 0.038] 0,065
7 Odiegloté od klastra 1 E
Catkowita
35 odleglodd Odleghodé od lastra 2 o
37 Odeglosé od Klastra 3. 2
13 Odlagladé ad klastra 5. 1
e Minimalna odiegtosé od klaftra o
0 Prayglsany klastar
LI Wagam AHC | AN wiw O sMC < ‘ i}
Gobewy =H|0 . 10o (= x

Rysunek 2.33. Optymalny podziat klientow na pie¢ klastrow

Ustalanie najlepszych ofert dla wszystkich pieciu klastrow

Czas sprawdzi¢ sensowno$¢ podziatu klientéw na pig¢ grup. Utworz kopie arkusza 4MC
— NajlepszeOfertyKlastrow i nazwij ja 5SMC — NajlepszeOfertyKlastréw. Dodatkowo
musisz poddac¢ ja kilku modyfikacjom.

Zacznij od upewnienia sie, ze arkusz jest posortowany wedlug numeru oferty
(kolumna A). Nastepnie nadaj etykiete 5 kolumnie L i przeciagnij formuly z kolumny K
do kolumny L. Zaznacz kolumny od A do L i zastosuj ponownie automatyczne filtrowanie,
tak aby moc sortowa¢ zakupy dokonane przez klientéw z klastra 5.

Obecnie wszystkie formuly tego arkusza odwolujg si¢ do arkusza 4MC, a wiec czas
skorzystac¢ z dobrze znanego Ci okna Znajdowanie i zamienianie. Dane klastrow w arkuszu
5MC sg przesuniete o jeden wiersz w dot i jedna kolumne w prawo, a wiec odwotanie
do komorki "4MC' 1$L.$39: $DG$39 w formutach SUMA.JEZELT powinno zostaé zastapione
odwolaniem '5MC' ! $M$40: $DH$40. Odwotania te mozna zmieni¢ za pomocg okna
Znajdowanie i zamienianie (rysunek 2.34).
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Znajdowanie | Zamienianie

Znajdz | Zamieri l

Znaids | MMCI$LEIIIFDGEI0 |
Zamigfina: | 'SMCI$M§40:$DHE0 |
opcje ==
[ Zamieri wszystlg:{\l [ Zamieri ] [ Znajdz wszystko ] i Znajdz nastepny ] [ Zamknij ]

Rysunek 2.34. Zastepowanie odwotan do podziatu na cztery klastry odwotaniami
do podziatu na pie¢ klastrow

Pamietaj, ze wyniki widoczne w Twoim arkuszu mogaq, réznic¢ sie od tych uzyskanych przeze
mnie z powodu zastosowania algorytmu ewolucyjnego.

W wyniku posortowania klastra 1. ponownie wyraznie wida¢, ze przyporzadkowani do
niego kupujacy preferuja wino pinot noir (rysunek 2.35).

®| Hw-o- = Winaxlsx - Microsoft Excel o B
Marzedzia ghdwne Wstawianie Uktad strony Formuby Dane Recenzja Widok Ll e o ER
H2 - & | =SUMA.JEZELI{'SMC'ISMS40:SDHSA0;'SMC - NajlepszeOfertyKlastrow' IHSL;'SMCT 5 v
A B C D E F G H =
1 Numer ofe[~|Kampania [~ |Asortyme|~|Minimaln{ - |Rabat (%)|~ | Pochodze| | Przekroczono | | 1 E_E
2 24 Wrzesien Pinot noir 3 34 Whochy FALSZ 12
3 26 Pazdziernik  Pinot noir 144 83 Australia FALSZ 2
4 17 Lipiec Pinot noir 12 47 Niemcy FAESZ i
5 2 Styczen Pinot noir T2 17 Francja FALSZ 4
6 1 Styczen Malbec 72 56 Francja FALSZ 1]
T 3 Luty Espumante 144 32 USA, Oregon PRAWDA o
8 4 Luty Champagne 72 48 Francja PRAWDA o
9 5 Luty Cabernet sau 144 44 Nowa Zeland PRAWDA 1]
10 6 Marzec Prosecco 144 86 Chile FALSZ 1]
11 7 Marzec Prosecco 6 40 Australia PRAWDA 0]
12 8 Marzec Espumante 6 45 RPA FAESZ o 2
M« |~ Odieginici_ 4MC Sylwatka . 5MC | SMC - NajlepszeOfertyklastrow 3 Mem] *l
Gat ] 100% (=——U—F .
atow | [Eoo P
Rysunek 2.35. W wyniku posortowania klastra 1. ponownie widac preferencje do zakupu wina
pinot noir

Klaster 2. ponownie zawiera osoby kupujace male iloéci wina (rysunek 2.36).
Klaster 3. przyprawia mnie o bol gtowy. Z jakiegos powodu znajdujacy si¢ w nim
klienci preferuja wino espumante pochodzace z RPA (rysunek 2.37).
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& H9-~-|= Winaxlsx - Microsoft Excel o B R
Marzedzia ghowne Wstawianie Uktad strony Formuby Dane Recenzja Widok &2 e o eH ER
12 - f=| =SUMA.JEZELI{'SMC'ISMS$A0:3DHS$40;'SMC - NajlepszeOfertyKlastrow IS1;'SMCT 5 v
A B C D E F G [ 1 =
1 Mumer ofe ~ | Kampania |~ |Asortyme ~ Minimaln; - |Rabat (%)| ~ |Pochodze ~ | Przekroczono |~ 2 [
2 30 Grudzien Malbec 3 54 Francja FALSZ 151
3 29 Listopad Pinot grigio 6 87 Francja FALSZ 13
4 7 Marzec Prosecco 6 40 Australia PRAWDA 12
5 18 Lipiec Espumante 6 50 USA, Oregon FALSZ 10
6 8 Marzec Espumante 6 45 RPA FAESZ 7
7 13 Maj Merlot 6 43 Chile FALSZ 5
2 24 Wrzesien Pinot noir & 34 Whochy FALSZ 0
9 26 Pazdziernik  Pinot noir 144 83 Australia FALSZ 0
10 17 Lipiec Pinot noir 12 47 Niemcy FAESZ 0
11 2 Styczen Pinot noir 72 17 Francja FALSZ 0
12 1 Styczen Malbec 72 56 Francja FALSZ 0
4 4 ¥ ¥|  Odiegioéc . 4MC Sylwetka . SMC | SMC - NajlepszeOfertyKlastrow <53~ e ] *[
Gatowy | |[@]I§| m to0% (-——0—(%)

Rysunek 2.36. Sortowanie klastra 2. — osoby kupujace tylko mate ilosci wina

[z“ H9--= Winaxlsx - Microsoft Excel (=T C1 4
Marzedzia ghowne Wstawianie Uktad strony Formuby Dane Recenzja Widok &2 e o eH ER
12 - f-| =SUMA.JEZELI('SMC' I SMS40:SDHS$40;'SMC - NajlepszeOfertyklastrow' US1;'5MCt 5 v
A B C D E F G [ ] =
1 Mumer ofe v Kampania |~ |Asortyme ~ Minimaln; - |[Rabat (%)| ~ |Pochodze ~ | Przekroczono |~ 3 [
2, 8 Marzec Espumante 6 45 RPA FAESZ 10_
3 29 Listopad Pinot grigio 6 87 Francja FALSZ 7
4 18 Lipiec Espumante 6 50 USA, Oregon FALSZ i
5 30 Grudzien Malbec & 54 Francja FALSZ 1
6 13 Maj Merlot 6 43 Chile FALSZ 1
T 3 Luty Espumante 144 32 USA, Oregon PRAWDA ik
8 4 Luty Champagne 72 48 Francja PRAWDA 1
9 6 Marzec Prosecco 144 86 Chile FALSZ 1
10 10 Kwiecien Prosecco 72 52 USA, Kaliforn FALSZ 1k
11 27 Paidziernik  Champagne 72 88 Mowa Zeland FALSZ 1
12 31 Grudzien Champagne 72 89 Francja FALSZ =
4 > W[ Odlegioéci . 4MC Sylwetka . SMC | 5MC - NajlepszeOfertyKlastréw .~ Fa 7 e *[i
Gotowy | |[@]I§| H 100% o——U—#)

Rysunek 2.37. Sortowanie klastra 3. — czy wino espumante jest naprawde tak wazne?

Osoby zakwalifikowane do klastra 4. preferujg zakup duzych iloéci win, ktdre pochodza
gléwnie z Frangji, a ich ceny charakteryzuja sie duzym rabatem. Zauwazalna jest rowniez
pewna preferencja win musujacych. Trudno odczytaé informacje zawarte w tym klastrze
— jest ich tak wiele (rysunek 2.38).
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9~ |= Winaxlsx - Microsoft Excel o B &R
m Narzedzia gtowne Wstawianie Uktad strany Formuty Dane Recenzja Widok &2 Q o e 22
K2 - Je | =SUMAJEZELI('SMC'I$MS20:$DHSA0;'SMC - NajlepszeOfertyklastrow' [KS1'SMC' T & v
A B E D E F G [P——
| 1 Numer ofe ~| Kampania | - |Asortyme| - | Minimalni{ - | Rabat (%) - |Pochodze - |Przekroczono [~ 4 [+ §|
__2_| 22 Sierpied Champagne 72 63 Francja FALSZ 211
3 31 Grudzien Champagne 72 89 Francja FALSZ 7
4 6 Marzec Prosecco 144 86 Chile FALSZ 6
5 1 Styczen Malbec 72 56 Francja FALSZ 5
6 11 Maj Champagne 72 85 Francja FALESE 5
i 30 Grudzier Malbec 6 54 Francja FALSZ 4
8 3 Luty Espumante 144 32 USA, Oregon PRAWDA 4
9 4 Luty Champagne 72 48 Francja PRAWDA 4
10 14 Czerwiec Merlot 72 64 Chile FAESZ 4
11 15 Czerwiec Cabernet sau 144 19 Wiochy FALSZ 4
12 8 Marzec Espumante 6 45 RPA FAESZ 3 o
4 4 » ¥ Odlagbic . 4MC Sylwetka . SMC | SMC - NajlepszeOfertyKlastrow < Fd 7 [« w1 ¥
Gotowy | |[EEE 100% (=) ) (+)

Rysunek 2.38. Sortowanie klastra 4. — zréznicowane preferencje kupujacych

Sortowanie klastra 5. daje podobne rezultaty do sortowania klastra 4., ale tym razem
gléwne preferencje wydaja sie zwiazane z duza iloscia i duzymi rabatami (rysunek 2.39).

Okreslanie sylwetki podziatu na pie¢ klastrow
Zapewne zastanawiasz sie, czy podzial na pigé¢ klastrow jest lepszy od podziatu

na cztery.

Na pierwszy rzut oka nie wida¢ wigkszej roznicy. Obliczmy warto$¢ sylwetki podziatu na

pie¢ klastrow i zobaczmy, co mysli o tym podziale komputer.

Zacznij od skopiowania zawartosci arkusza 4MC Sylwetka do nowego arkusza o nazwie
5MC Sylwetka. Kliknij prawym przyciskiem myszy kolumne G i wstaw nowa kolumne.
Nadaj jej etykiete Odlegtos¢ od cztonkdw 5. grupy. Przeciggnij formule z komorki F2 do
komorki G2, zmien numer sprawdzanego klastra (z 4 na 5), a nastepnie kliknij te komorke
dwukrotnie, aby skopiowa¢ znajdujaca sie w niej formute do wszystkich komorek tej

kolumny znajdujacych si¢ ponizej.

Tak samo jak w poprzednim podrozdziale skorzystaj z funkcji Znajdowanie i zamienianie
izastagp '4MC' !1$L$39:$DG$39 nastepujagcym fragmentem formuty: '5MC' | $M$40: $DH$40.

W kolumnach H2, 12 i J2 powinienes$ réwniez wziag¢ pod uwage odlegtos¢ od oséb
przypisanych do klastra 5., a wiec zakresy komdrek konczace si¢ na F2 powinny by¢
rozszerzone do G2. Po wykonaniu tych modyfikacji mozesz zaznaczy¢ komérki H2: J2
i klikng¢ dwukrotnie ich prawy dolny rég w celu zaktualizowania formul wpisanych

do komérek znajdujacych sie nizej.

Na koniec skopiuj wartoéci przypisania klastra znajdujace sie w 40. wierszu arkusza
5MC. Umie$¢ je w kolumnie B arkusza 5MC Sylwetka. Skorzystaj z opcji Wklej specjalnie,

zaznaczajac opcje Transponuj.

Po wykonaniu tych modyfikacji Twdj arkusz powinien wyglada¢ tak, jak pokazano

na rysunku 2.40.
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@‘ g Lo RN NS Winaxlsx - Microsoft Excel = B

Marzedzia gtdwne Wstawianie Uktad strony Formuky Dane Recenzja Widok 2 0 o = 2

L2 - e | =SUMA.JEZELI{'SMC'ISM$40:SDHS40;'SMC - NajlepszeOfertyKlastrow'ILS1;'SMC'L 5 v

A B G D E F G [ L I
1 Numer ofe/~|Kampania |~ |Asortyme|+ Minimaln{~|Rabat (%) v | Pochodze| ~ | Przekroczono [+ | 5 [
2 31 Grudzieri Champagne 72 89 Francja FALSZ I 9I

3 11 Maj Champagne 72 85 Francja FALSZ 8 :

4 9 Kwiecieri Chardonnay 144 57 Chile FALSZ & |5
5 4 Luty Champagne 72 48 Francja PRAWDA T
6 26 Pazdziernik  Pinot noir 144 83 Australia FALSZ 6
7 6 Marzec Prosecco 144 86 Chile FALSZ 5
8 1 Styczen Malbec 72 56 Francja FALSZ 5
9 14 Czerwiec Merlot 72 64 Chile FALSZ 5
10 27 Paidziernik  Champagne 72 88 Nowa Zeland FALSZ 5
11 20 Sierpien Cabernet sau 72 82 Wiochy FALSZ 5
317 16 Czerwiec Merlot 72 88 USA, Kaliforn FALSZ 5
33 7 Marzec Prosecco 4] 40 Australia PRAWDA 4
14 10 Kwiecien Prosecco 72 52 USA, Kaliforn FALSZ 4
15 2 Styczenr Pinot noir 72 17 Francja FAESZ 4
16 25 Pazdziernik  Cabernet sau 72 59 USA, Oregon PRAWDA 4
17 28 Listopad Cabernet saL 12 56 Francja PRAWDA 4
18 12 Maj Prosecco 72 83 Australia FALSZ 3
19 23 Wrzesier Chardonnay 144 39 RPA FALSZ 3
20 5 Luty Cabernet saL 144 44 Nowa Zeland PRAWDA 5]
21 32 Grudzieri Cabernet sa 72 45 Niemcy PRAWDA 3
22 30 Grudzien Malbec 6 54 Francja FALSZ 2
75 15 Czerwiec Cabernet saL 144 19 Wiochy FALSZ 72
24 19 Lipiec Champagne 12 66 Niemcy FALSZ 2
25 21 Sierpieﬁ Champagne 12 50 USA, Kaliforn FALSZ 7
PR Wl 7 od’lqu#lu'é;cu ; 4MC s~,g|wetrlla ,m?s'ﬁ'c‘ | smc- lia]lepsze[)fertyl(l:s_érgxmm s Ma_m_| :
Gotowy | |[EEm w00 O—0—@ .

Rysunek 2.39. Sortowanie klastra 5. — preferowane sg_ilosci hurtowe

[FIN™ B R SR Winaxlsx - Microsoft Excel o B
MNarzedzia gtdwne Wstawianie Uktad strony Formuty Dane Recenzja Widok =7 o o B E2
M2 B¢ fe | =SREDNIA(L2:L101) -
=
G H 1 ] K L M N i
Odleglosé Druga Wartosci B
od cztonkéw Najblizsza  najblizsza Sgsiedni sylwetki Sylwetka
1 5. grupy grupa grupa Moj klaster klaster podziaiu odzialu
ZI 2,371 1,434 2,031 1,434 2,031 0,294 I 0;134!
3 2,017 1,975 2,017 2,017 1,975 -0,021
4 2,135 0,957 2,033 0,957 2,033 0,529
5 2,124 1,483 1,975 1,483 1,975 0,249
6 2,381 2,381 2,405 2,381 2,405 0,010
7 2,468 2,285 2,405 2,405 0,050
8 2,521 1,075 2,481 2,481 0,567
M 4 W[ 7 4MC - NzjlepszeOfertyKiastrow .~ Odlegioéci .~ 4MC Sylvetke . SMC .~ 5SMC - NajlepszeOfertykf[ 4 [w | » l]
Gotowy | ‘.@ M 100% U—U—U

Rysunek 2.40. Sylwetka podziatu na piec¢ klastrow
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Czy nie uwazasz, ze to smutne? Sylwetka podzialu niemal wcale si¢ nie zmienita.
Warto$¢ 0,134 wskazuje, ze podzial na piec¢ grup jest nawet nieco gorszy! Nie jest to nic
dziwnego. W obu przypadkach uzyskano trzy sensowne klastry, a pozostale byly zaszumione.
Moze obralismy zly kierunek i trzeba sprawdzi¢ podzial na trzy klastry? Jezeli chcesz
wyprébowac ten podzial, potraktuj to jako ¢wiczenie i zréb to samodzielnie.

W kolejnym podrozdziale chciatbym zwrdci¢ uwage na co$, co by¢ moze powoduje
generowanie zaszumionych i klopotliwych klastréw.

Podziat na grupy za pomocg algorytmu k-medioidéw
i asymetryczny pomiar odlegtosci

W wiekszoéci przypadkow sprawdza sie standardowy algorytm k-$rednich i pomiar
odlegto$ci euklidesowej, ale teraz trafile$ na problem, ktory trapi osoby analizujace mate
zbiory danych (zbiory takie s3 generowane przez handel, klasyfikacje tekstu i bioinformatyke).

Podziat na grupy za pomoca metody k-medioidéw

Pierwszy problem jest dos¢ oczywisty i wynika z tego, ze $rodki klastréw sg wartosciami
dziesietnymi, mimo ze wektory transakcji dokonanych przez klientéw sktadajg sie z samych
zer i jedynek. Co tak naprawde oznacza 0,113 transakcji? Chcialbym, aby srodki klastrow
okreslaly dokonanie lub niedokonanie transakgji.

Jezeli zmodyfikujesz algorytm dzielacy klientéw na klastry, to mozesz korzysta¢ tylko
z warto$ci znajdujacych si¢ w wektorach transakcji dokonanych przez klientéw. Taka
metode nazywamy algorytmem k-medioidéw (wczesniej korzystalismy z algorytmu
k-$rednich).

Gdybys$ chcial w dalszym ciggu korzysta¢ z odleglosci euklidesowej, to wystarczyloby,
abys dodat w opcjach narzedzia Solver ograniczenie wspétrzednych polozenia srodkow
klastréw do warto$ci binarnych (binarna).

Warto zastanowi¢ si¢ nad tym, co uzyskamy, wyrazajac odlegto$¢ euklidesows za
pomoca wartosci binarnych.

Stosowanie lepszego sposobu pomiaru odlegtosci

Zwykle po przejsciu z algorytmu k-$rednich na algorytm k-medioidéw nie korzysta sie
z metryki euklidesowej i przechodzi si¢ na metryke miejska, zwang rowniez metryka
Manhattanu.

Wrona moze przelecie¢ z punktu A do punktu B w linii prostej, ale taksowka na
Manhattanie musi korzystac z siatki ulic, a wigc moze jecha¢ tylko na potnoc, potudnie,
wschod lub zachdd. Na przedstawionym wezeéniej przyktadzie pomiaru odlegtosci na
dyskotece szkolnej odleglos¢ euklidesowa wynosila 4,47 metra, ale odlegto$¢ mierzona
zgodnie z metryka miejska wynosi 6 metrow (4 metry w dét plus 2 metry w bok).
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W przypadku danych binarnych, takich jak np. dane transakcji, odlegto$¢ mierzona
w metryce miejskiej jest odlegloscia pomiedzy srodkiem klastra a wektorem zakupow
klienta bedaca suma rozbieznosci. Jezeli $rodek klastra przyjat wartos¢ 0 i zakupy klienta
réwniez przyjety wartos¢ 0, to odleglo$¢ w danym kierunku jest rowna 0. W przypadku
rozbieznych wartosci (0 i 1) odlegto$¢ w danym kierunku wynosi 1. Po zsumowaniu
odleglosci w poszczegdlnych kierunkach otrzymamy odleglos¢ catkowita, ktdra jest
w zasadzie liczbg rozbieznosci. Odleglo$¢ miejska implementowang podczas pracy
z danymi binarnymi okresla si¢ czgsto mianem odleglo$ci Hamminga.

Czy pomiar odlegtosci zgodnie z metryka miejskg rozwigzuje problem?

Zanim rozpoczniesz dzielenie klientéw za pomoca algorytmu k-medioidéw i metryki
miejskiej, spdjrz jeszcze raz na dane transakgji.

Co oznacza dokonanie przez klienta transakeji? Oznacza ch¢é nabycia produktu przez
klienta.

Co oznacza niedokonanie transakcji? Czy oznacza nieche¢ zakupu produktu tak samo
silng jak che¢ zakupu produktu wyrazona przez wykonanie transakcji? Czy sygnal negacji
jest tak samo silny jak wykonanie transakcji? By¢ moze kto$ lubi szampana, ale ma juz
jego zapas. Moze pewna grupa klientow nie przeczytata akurat treci newslettera. Istnieje
wiele powodow, dla ktorych kto$ nie wykonat jakiejs czynnosci, ale czynno$ci zakupu sa
wykonywane z pewnych okreslonych powodéw.

Innymi stowy: powinienes analizowa¢ zakupy, a nie ich brak.

Mozna stwierdzi¢, ze analizowane przez Ciebie dane s3 ,,asymetryczne” — jedynki
sg warte wiecej niz zera. Jezeli jakichs dwodch klientdw jest podobnych z powodu trzech
identycznych zakupéw, znaczy to wigcej niz podobienstwo innych klientéw ustalone
na podstawie identycznego niewykonania trzech zakupéw. Dane, w ktorych jedynki sa
wazne, ale rzadko wystepuja w zgromadzonym zbiorze, okreslamy przymiotnikiem
~rzadkie”.

Zastanowmy sie jeszcze, co oznacza to, ze jaki$ klient jest blisko srodka klastra, z punktu
widzenia metryki euklidesowej. Jezeli mamy klienta z duzg liczba jedynek dla jakiejs
transakeji i duzg liczba zer dla innej transakcji, to obie te informacje wplywaja tak samo
na odlegto$¢ od srodka klastra.

W opisywanym przykladzie potrzebujesz metody asymetrycznego obliczania odleglosci.
Istnieje wiele takich metod, ktére mozna stosowaé w przypadku danych transakcji zapisanych
za pomocg wartosci binarnych.

Chyba najczesciej uzywang metoda obliczania odlegtoéci asymetrycznej dla danych
binarnych jest metoda odleglosci kosinusowej.
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Odlegtosc¢ kosinusowa wecale nie jest czyms$ strasznym
Odlegtos¢ kosinusowa najlatwiej jest wyjasni¢ za pomocg jej przeciwienistwa — podobienstwa
kosinusowego.

Zat6zmy, ze dysponujesz dwoma binarnymi wektorami transakgji: (1,1) i (1,0).
W pierwszym wektorze dokonano zakupu obu produktéw, a w drugim dokonano zakupu
tylko pierwszego produktu. Mozesz dokona¢ wizualizacji tych wektoréw w przestrzeni.
Zobaczysz wtedy, ze pomiedzy nimi powstaje kat 45° (rysunek 2.41). Smialo! Wez katomierz
i zmierz go.

Kat45° (1,0)

e T - e o o o e
>

1identyczny zakup

2 zakupy 1zakup

Rysunek 2.41. Podobienstwo kosinusowe dwéch wektoréw binarnych zawierajgcych dane transakcji

0s(45°) = =0,707

Mozemy wiec stwierdzi¢, ze podobienstwo kosinusowe tych wektoréw wynosi cos(45°)
=0,707. Dlaczego? Okazuje si¢, ze kosinus kata pomiedzy dwoma binarnymi wektorami
transakeji jest rowny:

liczbie identycznych zakupow w obu wektorach podzielonej przez iloczyn pierwiastka
kwadratowego z liczby zakupow pierwszego wektora i pierwiastka kwadratowego
z liczby zakupow drugiego wektora.

W przypadku wektoréw (1,1) i (1,0) jeden zakup jest identyczny, a wigc wartos¢ 1 jest
dzielona przez pierwiastek kwadratowy z 2 (wykonano dwie transakcje) pomnozony przez
pierwiastek kwadratowy z 1 (zrealizowano jedng transakcje). Wykonujac to dzialanie,
uzyskasz wynik 0,707 (rysunek 2.41).

Dlaczego ten wynik jest tak interesujacy?
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Sa ku temu trzy powody:

= Licznik bierze pod uwage tylko liczbe identycznych dokonanych transakeji, a wigc
miara ta jest asymetryczna (szukaliSmy wiasnie takiego mechanizmu).

m Dzielac przez pierwiastek kwadratowy z liczby transakcji dokonanych w kazdym
wektorze, bierzesz pod uwage to, ze wektor, w ktérym dokonano wszystkich
mozliwych zakupéw (nazwijmy go wektorem dostatku), jest bardziej oddalony
od innego wektora niz wektor, w ktérym dokonano tych samych transakeji,
ale nie wykonano wielu innych transakcji. Chcesz zgrupowaé wektory klientéw
o podobnych gustach, a nie znalez¢ wektor, ktory zawiera wektor innego klienta.

m W przypadku danych binarnych wartoéci podobienstw znajduja sie w przedziale
od 0 do 1, a dwa wektory nie uzyskuja wartosci 1, o ile opisywane przez te wektory
transakcje nie sg identyczne. W zwigzku z tym 1 - podobieristwo kosinusowe mozna
okresli¢ mianem odleglosci kosinusowej, ktora réwniez przyjmuje warto$¢ 0 lub 1.

Implementacja za pomoca Excela

Czas zaimplementowa¢ podzial na grupy za pomocs techniki k-medioidéw i obstuge
odlegtosci kosinusowej w Excelu.

UWAGA

Dzielenie na grupy za pomoca odlegtosci kosinusowej jest okreslane réwniez mianem
sferycznego algorytmu k-srednich. W rozdziale 10. przyjrzysz sie implementacji tego
algorytmu w jezyku R.

Dla zachowania ciaglto$ci przyjmijmy podzial na pie¢ klastrow (k = 5).

Skopiuj arkusz 5MC. Utworzona kopie nazwij 5MedK. Mozesz skasowa¢ dane wygenerowane
przez narzedzie Solver, poniewaz tym razem bedziemy korzysta¢ z binarnych danych
definiujacych $rodki klastrow.

Poza dodaniem ograniczenia do wartoéci binarnych w oknie narze¢dzia Solver musisz
tylko zmodyfikowa¢ formuly okreslajace odlegto$¢ umieszczone w wierszach 34. - 38.
Zacznij od komorki M34, w ktorej ma si¢ znalez¢ odleglos¢ od klienta o nazwisku Adams
i $rodka 1. klastra.

Aby policzy¢ liczbe wykonanych przez tego klienta transakcji, ktore pokrywaja sie
z transakcjami opisujacymi 1. klaster, musisz skorzysta¢ z formuty SUMA. TLOCZYNOW i policzy¢
sume iloczynow dla komdrek tych dwoch kolumn. Jezeli obie poréwnywane komoérki
przyjmujg warto$¢ 0 lub obie te komoérki przyjmuja rézne wartosci, oznacza to, ze
poréwnywane dane transakcji roznig sie, ale jezeli w obu poréwnywanych komérkach
znajdzie si¢ wartoéé 1, to zostanie ona zsumowana przez funkcje SUMA. ILOCZYNOW
(w konicu 1 razy 1 to 1).
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Pierwiastek kwadratowy z liczby transakgji, do ktérych doszto w danym wektorze,
mozna obliczy¢ za pomocg funkcji PIERWIASTEK przyjmujacej jako argument sume danego
wektora (SUMA), a wiec formuta obliczajaca odleglos¢ ma nastepujaca postaé:

=1-SUMA. TLOCZYNOW(M$2:M$33, $H$2: $H$33) / (PTERWIASTEK (SUMA(M$2:M$33) )*PTERWIASTEK (SUMA($HS$2: $H$33)))

Zauwaz, ze na poczatku formuly znajduje si¢ zapis 1-, ktéry zamienia podobienstwo
kosinusowe na odleglo$¢ kosinusowa. Obliczenie tej odleglosci, w przeciwienstwie
do odleglosci euklidesowej, nie wymaga zastosowania formut tablicowych.

W komorce M34 powiniene$ dodac jeszcze instrukcje sprawdzania bledu, na wypadek
gdyby $rodek klastra byt zdefiniowany za pomocg samych zer:

=JEZELT .BEAD(1-SUMA. ILOCZYNOW(M$2:M$33, $H$2: $H$33) / (PTERWIASTEK (SUMA(M$2:M$33))*PTERWIASTEK
(SUMA($H$2:$H$33))): 1)

Dodanie formuly JEZELI.BtAD zapobiega dzieleniu przez 0. Jezeli z jakiego$ powodu
Solver dobierze $rodki klastrow tak, ze jeden z nich bedzie opisywany przez same zera,
to mozesz zalozy¢, ze taki srodek jest oddalony od wszystkiego o 1 (1 jest najwicksza
odlegto$cia, jaka mozemy zadeklarowaé w systemie binarnym).

Teraz mozesz skopiowad zawarto$¢ komodrki M34 az do komorki M38, a nastepnie zmieni¢
odwolania z kolumny H na odwotania do kolejnych kolumn (I, J,Ki L). Podobnie jak
w przypadku obliczania odleglosci euklidesowej mozesz zastosowaé odwolania bezwzgledne
(%), dzieki czemu bedziesz mogt przeciagna¢ formuty na pozostate komorki wiersza,

a adresy kolumn klastréw nie beda zmieniane.

W ten sposob uzyskasz arkusz 5MedK (rysunek 2.42), ktory jest bardzo podobny

do utworzonego wczeéniej arkusza 5MC.

2 ld B
m Hansedria gh 5 @ =
| Miz WIASTER|SUMA|SH52:5H533] |1} -1
A B c ] E F G | [ K L M -
1 | Numer oferty ia_Asortyment Minimalna ilo:Rabat [%)  Pochodzenie Przekroczona wartofé seeziflaster 2. Klaster 3. Klaster 4. Klaster 5. Adams i
32 [31 Grudzied  Champagne 72 B9 Francja FALSZ - 1,000{ 1,000{ 0,000
33 (32 Grudeied  Cabernet sau 72 45 Niemey PRAWDA | 0,000 0,000 A 0.000
34 Odleglots od klastra 1. | 1_r:r!nl
Calkowita |
35 odleglodd Odleglosé od klastra 2, 1,000
36 100,0 Odlegloéé od klastra 3. 1.000
a7 Odlegloéc od klastra 4. 1,000
38 Odlegloé od klastra 5. | 1,000
39 Minimalna odieglodd od klaf 1,000
40 Praypisany klaster | 1
41
42
43 1 v
WA ¥ K] Macen &MC - 4MC - NajepsraCfermyilastrin Odlagiodcl ~ 4MC Sybwetka  SMC__ SMC - NajlenszeOferryiastrdw SN Sybwetia | SMedi <FJ [ »
Gatowy 1800 100 (- +

Rysunek 2.42. Arkusz 5MedK przed optymalizacjg

W celu znalezienia srodkow klastrow otworz narzedzie Solver i zmien ograniczenie
<= 1 komorek H2:133 na binarna.
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Kliknij przycisk Rozwigz. Ustalanie optymalnych klastréw moze komputerowi zaja¢
nawet pot godziny. Wygenerowane klastry beda przyjmowaly tylko wartoéci binarne,
a wiec po sformatowaniu warunkowym komorki bedg mialy tylko dwa kolory.

Najlepsze oferty przy podziale na piec¢ klastrow za pomoca median

Po zakonczeniu pracy narzedzia Solver uzyskasz parametry $rodkow pieciu klastrow.
Tym razem jedynki bedg oznaczaly oferty preferowane przez osoby przyporzadkowane
do danego klastra. Otrzymatem catkowita odlegto$¢ na poziomie 42,8, ale wyniki
uzyskane przez narzedzie Solver uruchomione na Twoim komputerze mogg oczywiscie
odbiega¢ od moich (rysunek 2.43).

7 d9- = Winasde « Microseft Excel
m Nanseddria ghiverse : Foumuly Dane  Mecenga  Wided s @ =F 0
| a3t - B | =SUMA[M3IS:DH3Y) |
A B c ] E F G | [ K L M -
1 |Mumer oferty i ¥ inimalna ilo:Rabat (%) Pochodzenic Preekroczone wartodé seeeloster 2. Wlaster 3. Klaster 4. Klaster 5. Adams i
3z [31 Grudzied  Champagne 72 B9 Francja FALSZ | muu[ Looa| 1,000 0,000|
=N Grudrier  Cabernet sau r 45 Niemey PRAWDA | 0,000] 0,000 1.000| 0.000]
34 Odleglosé od Kastra 1. | 0,225
Calkowita
35 odleglodd Odlegloé od kiastra 2. 1.000
36 Odisglosé od Klastra 3. 0782
37 Odlegloés od klastra 4. 1,000
8 Odleghoés od Klastra 5. | 1,000
39 Minimalna odleglodé od klaf 0,225
40 Prrypisany klaster | 1
a1
i C - Majlepsraifarny¥iasd Odlegio SMC SMC . Majlepsracs 4 SMC S 3 | SMedi i "
Gatey 50 Lo (- *

Rysunek 2.43. Mediany pieciu klastrow

Przeanalizujmy te klastry tak jak w przypadku klastréw uzyskanych za pomoca
algorytmu k-$rednich. W tym celu skopiuj arkusz 5MC — NajlepszeOfertyKlastrow
i nazwij go 5MedK — NajlepszeOfertyKlastrow.

W nowej zakladce otwoérz okno Znajdowanie i zamienianie i zmien 5MC na 5MedK.
Rozklad wierszy i kolumn jest w obu tych arkuszach identyczny, a wiec formuty po
modyfikacji odwotan beda dziataly poprawnie.

Korzystamy z algorytmu ewolucyjnego, zatem uzyskane przez Ciebie klastry moga by¢
nieco inne od moich, jezeli chodzi o ich kolejno$¢ i sktad, ale nie beda to z pewno$cia
znaczgce réznice. Czas przyjrze¢ sie klastrom utworzonym przez algorytm.

Po posortowaniu klastra 1. wida¢, ze zawiera on klientéw, ktérzy kupuja male ilosci win
(rysunek 2.44).

Do Klastra 2. przypisano klientow, ktérzy kupuja wina musujgce — 11 najpopularniejszych
ofert dotyczylto win takich jak champagne, prosecco i espumante (rysunek 2.45). Warto
zauwazyd¢, ze grupowanie za pomoca algorytmu k-$rednich (przy podziale na cztery i pigé
grup) nie wygenerowato klastra mitosnikéw wina musujacego.
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®| Q ). Winaxdsx - Microsoft Excel o BOR
Marzedzia gtdwne Wstawianie Uktad strany Formuky Dane Recenzja Widok 2 e o ER
H2 - Fe | =SUMALJEZELI{'SMedK' SM340:SDHS40;'5MedK - NajlepszeOfertyKlastréw'IHS1; ~
'SMedK'ISM30:SDH30) =
A B C D . E _ F G =
1 Numer ofe~|Kampania |~ |Asortyme|~|Minimaln{ ~ |Rabat (%)| ~ | Pochodze| ~ | Przekroczono |~ |
2 29 Listopad Pinot grigio 6 87 Francja FAESZ
3 30 Grudzien Malbec & 54 Francja FAESZ
4 7 Marzec Prosecco 6 40 Australia PRAWDA
5 8 Marzec Espumante 6 45 RPA FALSZ
6 18 Lipiec Espumante 6 50 USA, Oregon FAESZ
i 13 Maj Merlot 6 43 Chile FALSZ 6
8 10 Kwiecied Prosecco 72 52 USA, Kaliforn FALSZ i
% 3 Luty Espumante 144 32 USA, Oregon PRAWDA 1
10 6 Marzec Prosecco 144 86 Chile FALSZ 1
11 12 Maj Prosecco 72 83 Australia FALSZ ik
12 21 Sierpien Champagne 12 50 USA, Kaliforn FALSZ 1
13 28 Listopad Cabernet sau 12 56 Francja PRAWDA 1
14 1 Styczen Malbec 72 56 Francja FAESZ 1]
15 2 Styczen Pinot noir 72 17 Francja FAESZ o
1& A Lt L e Ta) 77 AQ Cranei DD AVAIDVA n e
4 4 ¥ W[ 7SMCSylwetka . SMedK | 5MedK - NajlepszeOfertyKlastréw .~ #1 R T A
Gotowy | |E 100% =—0—(F) g
Rysunek 2.44. Sortowanie klastra 1. — klienci kupujacy mate ilosci wina
®| Q ). Winaxdsx - Microsoft Excel o BOR
Marzedzia gtdwne Wstawianie Uktad strany Formuky Dane Recenzja Widok 2 e o ER
12 - Fe | =SUMALJEZELI{'SMedK' SM340:SDH340;'5MedK - NajlepszeOfertyKlastréw'151; ~
'5SMedK'ISM7:SDHT) =
A B © D | E | F G [ 1 i
1 Numer ofe~|Kampania |~ |Asortyme|~|Minimaln{ ~ |Rabat (%)|~ | Pochodze| ~ | Przekroczono |~ | 2 [ 5
2 6 Marzec Prosecco 144 86 Chile FALSZ 3] E
3 4 Luty Champagne 72 48 Francja PRAWDA 6
4 22 Sierpien Champagne 72 63 Francja FALSZ [
5 27 Paidziernik  Champagne 72 88 Nowa Zeland FALSZ 5]
6 19 Lipiec Champagne 12 66 Niemcy FALSZ 5
7 31 Grudzien Champagne 72 89 Francja FAESZ 5
8 7 Marzec Prosecco 6 40 Australia PRAWDA 4
% 8 Marzec Espumante 6 45 RPA FALSZ 4
10 3 Luty Espumante 144 32 USA, Oregon PRAWDA 4
11 21 Sierpien Champagne 12 50 USA, Kaliforn FALSZ 2
12 10 Kwiecied Prosecco 72 52 USA, Kaliforn FALSZ 1
13 29 Listopad Pinot grigio [+ 87 Francja FALSZ o
14 30 Grudzien Malbec 3 54 Francja FAESZ 1]
15 18 Lipiec Espumante 6 50 USA, Oregon FAESZ o
1& 12 AAai Bl as [= A2 Chil CALST n e
M 4 » M| 7 5MCSylwetka . S5MedK | 5MedK - NajlepszeOfertyKlastrow ¥ [ | o
Gotowy | |E 100% =—0—(F) g

Rysunek 2.45. Sortowanie klastra 2. — mitos$nicy win musujacych
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Rozdziat 2. Analiza skupien. Czes¢ | — zastosowanie algorytmu centroidéw

Klaster 3. zrzesza frankofiléw. Pig¢ najpopularniejszych ofert dotyczylo win pochodzacych
z Frangji (rysunek 2.46). Czy oni naprawde nie wiedzg, Ze najlepsze wina produkuje si¢

w Kalifornii?

|1—~“ H9-0- |5 Wina.xlsx - Microsoft Excel o B OB
Marzedzia ghdwne Wtawianie Uktad strony Formuty Dane Recenzja Widok ] e = @ 2R
12 - Fe | =SUMA.JEZELI{'SMedK'| SM540:5DHS40;'5SMedK - NajlepszeOfertyklastrow'151; ~
'SMedK'1$M23:50H23) =
A B C D E F G J E
1 Numer ofe * Kampania |~ |Asortyme| = Minimaln; ~ Rabat (%) ~ | Pochodze v | Przekroczeno |~ 3 4]
2 22 Sierpien Champagne 72 63 Francja FALSZ 108 b
3 31 Grudzierd Champagne 72 89 Francja FALSZ 7
4 1 Styczen Malbec 72 56 Francja FALSZ 7
5 11 Maj Champagne 72 85 Francja FALSZ 6
6 30 Grudzien Malbec 6 54 Francja FALSZ 5
7 9 Kwiecied Chardonnay 144 57 Chile FALSZ 5
8 14 Czerwiec Merlot 72 64 Chile FALSZ 4
9 4 Luty Champagne 72 48 Francja PRAWDA 2
10 10 Kwiecien Prosecco 72 52 USA, Kaliforn FALSZ 2
11 28 Listopad Cabernet sav 12 56 Francja PRAWDA 2
12 2 Styczen Pinot noir 72 17 Francja FALSZ 2
13 23 Wrzesien Chardonnay 144 39 RPA FALSZ 2
14 8 Marzec Espumante 6 45 RPA FALSZ 1
15 3 Luty Espumante 144 32 USA, Oregon PRAWDA 1
1e 31 Cinrnind Thormnamnn 12 COLISA Kaliforn CARSZ 1 L
4 4+ b S5MC Sylwetka SMedk | SMedK - NajlepszeOfertyKlastréw - ¥2 4 [ ]
Gotowy | |[EHom 0% (=) [} (¥

Rysunek 2.46. Sortowanie klastra 3. — frankofile

Wszystkie transakcje w klastrze 4. dotycza sprzedazy duzej iloéci wina. Najpopularniejsze
oferty charakteryzuje duzy rabat i to, Ze cena tych win ma tendencje wzrostowa (rysunek 2.47).

EEH9-©-|~ Wina.xlsx - Microsoft Bxcel o = =3

Marzedzia ghdwne Wtawianie Uktad strony Formuty Dane Recenzja Widok ] e = @ 2R

K2 - Fe | =SUMA.JEZELI{'SMedK' | SM340:5DHS40;'5SMedK - NajlepszeOfertyKlastrow'IKS1; ~

'SMedK'1$M12:50H12) -

A B G D E F G K -

1 Numer ofe| v | Kampania |~ |Asortyme| | Minimaln: ~ |[Rabat (%) v | Pochodze| ~ | Przekroczono |~ 4 4]

2 11 Maj Champagne 72 85 Francja FALSE 6_ 3
3 20 Sierpien Cabernet sau 72 82 Wiochy FALSZ 6
4 22 Sierpien Champagne 72 63 Francja FALSZ 5
5 31 Grudzien Champagne 72 89 Francja FALSZ 5
6 9 Kwiecien Chardonnay 144 57 Chile FALSZ 5
2 14 Czerwiec Merlot 72 64 Chile FALSZ 5
3 15 Czerwiec Cabernet saL 144 19 Wiochy FALSZ 5
9 25 Paidziernik  Cabernet sau 72 59 USA, Oregon PRAWDA 5
10 6 Marzec Prosecco 144 86 Chile FALSZ 5
11 16 Czerwiec Merlot 72 88 USA, Kaliforn FALSZ 5
12 4 Luty Champagne 72 48 Francja PRAWDA 4
13 12 Maj Prosecco 72 83 Australia FALSZ 4
14 5 Luty Cabernet sau 144 44 Nowa Zeland PRAWDA 4
15 32 Grudzien Cabernet saL 72 45 Niemcy PRAWDA 4

1e IE Daddainemils Dimat mair 1A 22 Aoactealiag CALST 2 T

LR 5MC Sylwetk 5Medk | 5MedK - NajlepszeOfertyKlastrow %2 IENTE |
Gotowy | IEERET [} () .

Rysunek 2.47. Sortowanie klastra 4. — 19 najpopularniejszych transakcji dotyczyto duzych

ilosci wina
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Podsumowanie

Klaster 5. ponownie zrzesza osoby kupujace wino pinot noir (rysunek 2.48).

|£—‘| H ) - = Winaxdsx - Microsoft Excel o B
m Marzedzia gtdwne Wistawianie Uktad strany Formuky Dane Recenzja Widok bl e o ER
L2 - S | =SUMALJEZELI{'SMedK' I SM540:SDHS40;'5SMedK - NajlepszeOfertyKlastrow'IL51;

'SMedK'!|SM25:5DH25)

A B C D E F G [ ]

[} L0 IERIRS

1 Mumer ofe ~ | Kampania |~ | Asortyme| ~ Minimalni - Rabat (%) ~ |Pochodze ~ Przekroczono |- 5 [«
2 24 Wrzesier Pinot noir & 34 Wihochy FALSZ I 12!
3 26 Pazdziernik  Pinot noir 144 83 Australia FALSZ 11
4 2 Styczen Pinot noir 72 17 Francja FAESZ 8
5 17 Lipiec Pinot noir 12 47 Niemcy FAESZ i
6 1 Styczer Malbec 72 56 Francja FALSZ 2
7 11 Maj Champagne 72 85 Francja FAESZ 1:
8 28 Listopad Cabernet saL 12 56 Francja PRAWDA 1
9 23 Wrzesien Chardonnay 144 39 RPA FALSZ 1
10 27 Paidziernik  Champagne 72 88 Nowa Zeland FAtSZ 1
11 10 Kwiecieri Prosecco 72 52 USA, Kaliforn FAESZ ik
12 20 Sierpien Cabernet sau 72 82 Wiochy FALSZ 0
13 22 Sierpien Champagne 72 63 Francja FALSZ 0
14 31 Grudzien Champagne 72 89 Francja FALSZ 0
15 9 Kwiecien Chardonnay 144 57 Chile FALSZ 0
1& 1A Cannasine Bl as 77 EA Thila CALST n e
HAr M SMC Sylwet SMedK | 5MedK - NajlepszeOfertyKlastréw ¥ - f4] m
Gotowy | |[EH|E @ 1003 (=) y!

Rysunek 2.48. Sortowanie klastra 5. — najpopularniejszym winem jest pinot noir

Tym razem uzyskale$ bardziej czytelne wyniki. Stalo sie tak, poniewaz zastosowale$
algorytm k-medioidow i mierzyle$ odleglo$¢ w sposob asymetryczny — obliczales
odleglos¢ kosinusowa. Dzieki tym rozwiazaniom posegregowales klientéw na podstawie
ich zainteresowan, a nie tego, co ich nie interesuje, i o to wlasnie nam chodzito.

Metoda obliczania odlegto$ci ma duzy wptyw na uzyskane klastry.

Teraz mozesz dokona¢ importu podziatu klientéw do serwisu MailChimp.com
i stworzy¢ spersonalizowane wersje newslettera skierowane do klientéw przyporzadkowanych
do okreslonych klastréw. Powinno to poméc w lepszym dotarciu do kupujgcych
i doprowadzi¢ do zwigkszenia sprzedazy.

Podsumowanie
W tym rozdziale opisalem wiele praktycznych rzeczy. Przyjrzales sie:
= odleglosci euklidesowej;
= optymalizacji centroidéw za pomocy algorytmu k-$rednich i narzedzia Solver;
m procesowi analizy uzyskanych klastrow;
= obliczaniu sylwetki podziatu na dang liczbe¢ klastréw;

m dzieleniu na klastry za pomocg algorytmu k-medioidow;
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= odlegtosci mierzonej zgodnie z metryka miejska (metrykg Manhattanu)
— odlegto$ci Hamminga;

= mierze odlegtosci opartej na podobienstwie kosinusowym.

Jezeli przebrnale$ przez ten rozdzial, to powinienes umie¢ dzieli¢ dane na klastry,

a takze okre$la¢ problemy biznesowe, ktére mozna rozwiagza¢ za pomoca grupowania.
Dodatkowo nauczyle$ si¢ przygotowywa¢ dane do dzielenia na klastry.

Dzielenie na klastry za pomocg algorytmu centroidéw (k-srednich) jest uzywane od
kilku dziesiecioleci. Analize danych klientéw warto zacza¢ od segmentacji za pomocg tej
metody. Niestety, nie jest to najbardziej ,,wspolczesna” metoda grupowania. W rozdziale 5.
opisze zastosowanie teorii graféw do znajdowania podobienstw klientéw w tym samym
zbiorze danych. Ponadto wyjde na chwile poza Excela i dokonam wizualizacji danych.

Jezeli chcesz rozwijaé swojg umiejetnos¢ korzystania z algorytmu k-§rednich, to
pamietaj, Ze narzedzie Solver dostepne w Excelu moze pracowac¢ tylko z 200 zmiennymi
decyzyjnymi, a wigc warto, Zeby$ zaczal uzywac lepszego nieliniowego narzedzia Solver
(np. z wersji Premium Solver oferowanej przez serwis www.solver.com). Mozesz réwniez
zaczy¢ pracowad w nieliniowej wersji Solvera, dostepnej w pakiecie LibreOffice, ktéra
umozliwia dzielenie wielowymiarowych danych na duzg liczbe grup.

Wigkszo$¢ narzedzi statystycznych umozliwia analize skupien. W jezyku R jest to
funkcja skmeans (), aczkolwiek mozliwosci pakietu fastcluster (zawiera on m.in. algorytm
k-medioidéw i zestaw réznych funkcji przeznaczonych do obliczania odleglosci) sprawiaja,
ze korzysta si¢ z niego czesciej. W rozdziale 10. opisze zastosowanie pakietu skmeans
do wykonania sferycznego algorytmu k-$rednich.
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A

additive smoothing, Patrz:
wygtadzanie wyktadnicze
agregacja, 280, 285, 294, 298, 299
pienkow decyzyjnych, 277
prostych regul decyzyjnych,
Patrz: agregacja pienkow
decyzyjnych
AIMMS, 141
algorytm
centroidéw, 51, 180
implementacja, 56
Klaster, Patrz: klaster
liczba skupien, 51, 52, 61,
74, 81
najlepszy podzial, 54
ewolucyjny, 66, 68, 138, 139,
154, 241
k-medioidéw, 87, 90
k-$rednich, Patrz: algorytm
centroidéw
sferyczny, 90, 404
LP simpleks, 44, 66, 134, 137,
140, 155, 157
maksymalizacji
modularno$ci, 180
Nieliniowa GRG, 138, 241
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simpleks, Patrz: metoda
simpleks
Simplex LP, 46
SVM, 274
analityk danych, 432
analiza
danych, 40, 125, 181, 366
eksploracyjna, 50
skupien, 50, 51, 57, 60, 180, 366
autokorelacja, 335, 340, 356

B

backlink, Patrz: link zwrotny
bag of words, Patrz: model
worka stéw
bagged decision stumps, Patrz:
agregacja pienk6éw decyzyjnych
baza klientéw, 49
biblioteka, 404
forecast, 419
randomForest, 298, 299,
411, 412
ROCR, 415
skmeans, 404, 405
blad
autokorelacja, Patrz:
autokorelacja
kwadratowy, 237, 240, 246

Skorowidz

standardowy, 322, 325, 326
typu [, 257

typu II, 257

wazony, 300

wspdlczynnika standardowy,
250, 251, 252

boosting, Patrz: wzmacnianie

C

cecha, Patrz: zmienna niezalezna
centroid klasy, 51
CPLEX, 141

D

dane
analiza, Patrz: analiza danych
eksploracja, 366
ilo$ciowe, 233
kategoryczne, 233, 279
kodowanie zero-jedynkowe,
234
miara
skali, 374
$rodkowosci, 374
nieoczyszczone, 274
normalizacja, Patrz:
normalizacja
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dane
oczyszczanie, 366
reprezentacja numeryczna, 182
rozrzut, 374
skalowanie, 60
standaryzacja, 60
szeregu czasowego, 315, 317
zbidr rzadki, 247
decision stump, Patrz: pieniek
decyzyjny
decyzja biznesowa, 264
diagram Woronoja, 53
DocGraph, 181
dopasowanie, 247
przypadkowe, 247
znaczenie statystyczne, 247
drzewo binarne, 216
dystrybuanta, 169

E

element
odleglos¢ osiagalna, 386
odstajacy, 189, 244, 299, 365,
366, 371, 372,422, 423
lokalnie, 385
wykrywanie, 366, 368, 372,
378, 379, 380, 383, 384, 385,
386, 387
e-mail, 49
marketing, 56
estymacja maksymalna,
Patrz: MAP
Excel, 393
arkusza kopiowanie, 41
filtrowanie, 33, 35
formatowanie komorek, 26
formuta
INDEKS, 30
PODAJ.POZYCJE, 30
PRZESUNIECIE, 31
SUMA.ILOCZYNOW, 39,
40, 42
tablicowa, 39, 40
TRANSPONUJ, 40
WYSZUKAJ.PIONOWO,
31,32
WYSZUKAJ.POZIOMO, 31
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kolumny wstawianie, 61
kopiowanie

arkusza, 41

danych, 24, 27

formut, 24
makro, 292, 359
pasek stanu, 24
Solver, Patrz: Solver
sortowanie, 35
tabela przestawna, 36, 37
tablica odwracanie, 40
wersja, 22, 134, 161, 213
wykres, 28
Zablokuj gorny wiersz, 23

F

Facebook, 49, 180

Flickr, 50

formuta
INDEKS, 79, 139
JEZELL, 139
LICZ.IEZELL 139
LICZ.WARUNKI, 288
MACIERZ.ILOCZYN, 249
MACIERZ.ODW, 249
MAX, 139, 154
MAX.K, 139, 199
MEDIANA, 139
MIN, 139
ODCH.STANDARDOWE,
375
PERCENTYL, 359
PODAJ.POZYCIJE, 65, 139
PRZESUNIECIE, 76, 139,
195, 196
REGLINP, 243, 325
ROZKLAD.DWUM, 139
ROZKLAD.NORMALNY,
139, 367
ROZKLAD.NORMALNY.
>0DW, 172, 357
SUMA.JEZELI, 139
tablicowa, 63
WYSZUKAJ.PIONOWO, 139
WYSZUKAJ.POZIOMO, 139

funkcja

aggregate, 407
boxplot, 422

c, 398

data.frame, 401
factor, 402

forecast, 419, 420
getwd, 402

glm, 410, 411
lofactor, 425
logistyczna, 266
logitowa, 410
matrix, 399

ncol, 405

nieliniowa, Patrz:
optymalizacja nieliniowa
order, 409
performance, 415
plot, 416

predict, 413, 414
prediction, 415
randomForest, 410, 411, 412
rbind, 400

read.csv, 403
row.names, 407
setwd, 403

skmeans, 405, 410
str, 401, 410
summary, 399, 401, 410
ts, 418

varImpPlot, 413
which, 398, 407, 422
wigzaca, 265, 267
write.csv, 407

G

Gephi, 182, 184, 198, 220

Data Laboratory, 192
instalacja, 184
okno programu, 185

Google, 189
graf, 140, 179, 180, 238, 372, 376

element odstajacy, Patrz:
element odstajgcy

k najblizszych sgsiadow,
Patrz: KNN
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krawedz, Patrz: krawedz
modularnoéé, 202, 205, 206,
208, 209, 212, 216, 220
narzedzia, 182
nieskierowany, 182, 183
numeryczna reprezentacja
danych, 182
r-sgsiedztwa, 199, 201
skierowany, 182, 189
spoleczny, 180
stopien rozgalezienia, 188
tworzenie, 187
wazony, 197
wezel, Patrz: wierzchotek
wierzchotek, Patrz:
wierzchotek

grupowanie, 180, Patrz tez:

analiza skupien
aglomeracyjne, 208
podzialowe, 208, 209, 212,
216, 220

Gurobi, 141

H

Hamminga odlegtos¢, Patrz:
odleglos¢ Hamminga
hipoteza zerowa, 247

Holta szereg liniowy, Patrz:
metoda Holta

imputacja, 279

interquartile range, Patrz: IQR
interwal, 314, 362

IQR, 368, 374

jezyk
naturalny, 108, 112
R, 299, 393
biblioteka, Patrz: biblioteka
funkgja, Patrz tez: funkcja
wbudowana, 395
instalowanie, 394
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katalog roboczy, 402

lista, 400

macierz, 399

pomoc, 395, 397

ramka danych, 400, 401, 402
trenowanie modelu, 411

typ danych, 400, 401
wezytywanie danych, 402

K

k nearest neighbours, Patrz:
kNN
KDD, 51
klasa centroid, Patrz: centroid
klasy
klaster, 61
jakos$¢, 74
sylwetka podziatu, Patrz:
sylwetka podziatu
$rodek, 66
klastryzacja, 61
klasyfikacja dokumentéw, 97, 99
klasyfikator, 274
bayesowski naiwny, 97, 99,
103, 105, 114, 121
staby, 280
trenowanie, 280
kNN, 199, 378, 379, 380, 383
knowledge discovery in
databases, Patrz: KDD
kodowanie zero-jedynkowe, 233
korelogram, 339, 341
krawedz, 192
koncdwka, 203
krzywa
dzwonowa, 168, 169, 371
lasow losowych, 416
ROC, 262, 263, 265, 311, 415

L

las losowy, 298, Patrz: model
losowego lasu
leksem, 103, 108
zliczanie, 112, 113
linia trendu, 235, 236, 237, 325

437

link
spam, Patrz: spam
odnosénikami
zwrotny, 189
local outliner factor, Patrz: LOF
LOF, 385, 386, 387, 389
logarytm prawdopodobienstwa,
270
losowanie ze zwracaniem, 298

M

macierz
mnozenie, 249
odwracania, 249
pokrewienstwa, 183, 197
sasiedztwa, 182, 193
symetryczna, 183
wazona, Patrz: macierz
pokrewienstwa
SSCP, 251, 252
w jezyku R, 399
Mandrill, 98, 103
MAP, 103, 104
maximum a posteriori,
Patrz: MAP
mediana, 369, 374, 422
metadane, 57
metoda
Holta, 327, 328
k-odlegtoéci, 383, 384, 387
Louvain, 208
maksymalnej estymacji,
Patrz: MAP
ruchomej $redniej, 345
simpleks, 129
symulacji Monte Carlo, 172,
356
Tukeya, 368
ograniczenia, 371
wygladzania wyktadniczego,
314, 317
metryka
euklidesowa, 87
Manbhattanu, Patrz: metryka
miejska
miejska, 87
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miara
niesp6jnoséci wezla, 281
skali, 374
srodkowosci, 374
miernik lokalny stopnia
oddalenia obserwacji, Patrz: LOF
minimax, 154
model
Holta, Patrz: metoda Holta
Holta-Wintersa, 342, 343, 344,
345, 420
liczba wspotczynnikéw, 247
liniowy, 238, 279, 410, 411
trenowanie, 240
losowego lasu, 277, 298, 412,
416
mnoznika Holta-Wintersa, 343
naiwnego klasyfikatora
bayesowskiego, Patrz:
klasyfikator bayesowski
naiwny
optymalizacji, 40, 54, 123, 124,
Patrz tez: optymalizacja
poziomica, 128, 129
predykcyjny, 257
czulo$é, 262
precyzja, 258
specyficznos¢, 259
wartos$¢ progowa, 257
regresji, 114, 229
logistycznej, 265, 267, 272
sztucznej inteligencji, Patrz:
sztuczna inteligencja
worka stéw, 99, 103, 108, 121
zbiér testowy, 255
zespotowy, 277, 312
modelowanie zespolone, 277, 299

N

nadprébkowanie, 232
neuro-linguistic programming,
Patrz: NLP

niedomiar
zmiennoprzecinkowy, 106
NLP, 108, 112

NodeXL, 182

normalizacja, 373
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)

obrazu rozpoznawanie, 50
odchylenie
bezwzgledne $rednie, 374
¢éwiartkowe, 374
standardowe, 60, 169, 322
obliczanie, 171
odkrywanie wiedzy z baz
danych, Patrz: KDD
odlegtos¢
euklidesowa, 61, 66, 87, 376
obliczanie, 62
Hamminga, 88
kosinusowa, 88, 89, 90
obliczanie asymetryczne, 88
odpowiedz
negatywna
falszywie, 257
prawdziwie, 257
pozytywna
falszywie, 232, 257, 261,
262,264
prawdziwie, 232, 257, 258,
262, 264
OpenSolver, 46, 66, 141, 161,
170, 213, 244
OPL, 141
optymalizacja, 40, 66, 125
liniowa, 44, 161
matematyczna, 124
modularnosci grafu, 202, 205,
206, 208, 209, 212, 216, 220
nieliniowa, 44, 66, 137, 154,
161, 241
odchyleniamaksymalnego, 154
ograniczenia ,,wielkiego M”, 179

P
parametr
alfa, 304, 318, 319, 320, 321,
328, 343
delta, 343

gamma, 328, 343
k-odlegtos¢, 383
wygladzajacy, 354

partycjonowanie hierarchiczne,
208, 209, 212, 216, 220
pieniek decyzyjny, 277, 280
tworzenie, 288
Pinterest, 49
plot Tukeya, 368, 422
podobienstwo kosinusowe, 89, 195
eliminowanie danych, 198, 199
portal randkowy, 279
poziomica, 128, 129
prawdopodobienstwo, 100
calkowite, 100
cze$ci wspdlnej, 101
logarytm, 270
mnozenie, Patrz: reguta
mnozenia
prawdopodobienistwa
rozklad, Patrz: rozklad
warunkowe, 100
precyzja, 258
prognoza, 356, 362
nieobcigzona, 322
niepewno$¢, Patrz: interwal
tworzenie, 349
w jezyku R, 417
prognozowanie, 313, 314, 417
program liniowy, 126
programowanie liniowe, 124, 127
narzedzia, 141
przetwarzanie jezyka
naturalnego, Patrz: NLP

R

rachunek prawdopodobienstwa,
99, Patrz tez:
prawdopodobienstwo
random forest, Patrz: model
losowego lasu
Receiver Operating
Characteristic, Patrz: krzywa
ROC
regresja, 229

dopasowanie, Patrz:

dopasowanie

liniowa, 236, 272, 274, 325

element odstajacy, 244
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obliczanie, 240
REGLINP, 243
wielokrotna, 249
wspdlczynnik, 237, 238, 325
wspotczynnik determinacji,
245, 246, 247
wyraz wolny, 237, 238
logistyczna, 265, 267, 270,
272,274
median, 244
regula
decyzyjna, 277, 280, 281, 289,
292,410
wzmacnianie, 299, 300, 304,
308
zestaw, 284
faiicuchowa, 101
mnozenia
prawdopodobienstwa, 101
r-neighborhood, Patrz:
graf r-sasiedztwa
rozklad, 168
F, 247
Gaussa, Patrz: rozklad
normalny
normalny, 168, 371
odwrotno$¢é, 172
znormalizowany, 374
prawdopodobienistwa, 168
$rodek, Patrz: $rednia
t, 254
wielomodalny, 372
rozpoznawanie obrazéw
podobnych, 50
rozstep ¢wiartkowy, Patrz: IQR
rynek segmentacja, 50

S

segmentacja rynku, 50

SES, 317, 319

sezonowosd, 343, 344, 347

sie¢ spolecznosciowa, 180, 189
silhouette, Patrz: sylwetka
podziatu

Single Exponential Smoothing,
Patrz: SES
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stowo
rzadkie, 106, 118
zawarto$¢ leksykalna, 112
Solver, 41, 46, 54, 66, 132, 141, 240
argument, 43
ograniczenie, 134, 151
miekkie, 153
spam odnoénikami, 189
specyficznosé, 259, 262
stala wygladzajaca, 317, 318, 328
statystyka
F, 247, 248
t, 253, 254
Walda, 272
stopient swobody, 234, 247
suma
kwadratéw, 238, 240
wyjasniona, 246
reszt kwadratéw, 245
sylwetka podziatu, 74
obliczanie, 75, 77, 79, 80, 85
szereg
czasowy, 315, 317, 328
liniowy Holta, Patrz: metoda
Holta
sztuczna inteligencja, 123, 125,
227,228, 229, 233,237,274

V4

S

$rednia, 169, 369
ucinana, 374
winsorowska, 374

I

tabela przestawna, 59
test
F, 247, 249
t, 250, 253, 254, 325
trend, 325
trojérednia préby, 374
Tukey fences, Patrz: ptot Tukeya
twierdzenie
Bayesa, 102, 103
centralne graniczne, 168

439

o prawdopodobienstwie
catkowitym, 100
Twitter, 49

U

uczenie maszynowe
nadzorowane, 50, 97, 228,
229,313
nienadzorowane, 50, 180, 366

w

warto$é
alfa, Patrz: parametr alfa
brakujaca, 279
ekstremalna, 365, 370, 371
progowa, 257
$rednia, Patrz: $rednia
$rodkowa, Patrz: mediana
weak learner, Patrz: klasyfikator
staby
wezel, 192
miara niespdjnosci, Patrz:
miara niespojnosci wezla
stopien, 188
wchodzacy, 189, 380
wychodzacy, 189
wielkie M, 158, 159, 163, 213
optymalizacja ograniczenia,
Patrz:
optymalizacja:ograniczenia
»wielkiego M”
wielokomorka, 127
rog, 129
wielotyp, Patrz: wielokomorka
worek stéw, Patrz: model worka
stow
Woronoja diagram, Patrz:
diagram Woronoja
wygtadzanie
wyktadnicze, 106, 314
podwojne, Patrz: metoda
Holta
potréjne, Patrz: model
Holta-Wintersa
proste, Patrz: SES
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wykres Z binarna, 157, 161, 284
wachlarza, 360, 420 ograniczenia, 96, 141
warstwowy, 361 zmienna kategoryczna, Patrz: dane

wzmacnianie, 277, 299, 312 decyzyjna, 67, 81, 126, 130, kategoryczne

132, 139, 146, 147, 148, 151, liczba stopni swobody, 234
167, 209, 210, 212,214 niezalezna, 230, 237, 284, 325

zalezna, 230, 251, 325
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WYCISNIJ 7 DANYCH KAZDA KROPLE WIEDZY!

Nauka o danych, znana rowniez pod nazwa data science, jest stosunkowo nowg, interdy-
scyplinarna dziedzing, obejmujaca techniki analizy danych oraz zagadnienia zwigzane

z ich implementacjg i wykorzystaniem do réznych celow. Zalety nauki o danych doceniaja
specjalisci z wielu branz: analitycy biznesowi, statystycy, architekci oprogramowania

i osoby zajmujace sie sztuczna inteligencja. Wiasciwie ta dziedzina nie koncentruje sie

na kodowaniu i bazach danych, raczej na metodach wytuskiwania z nich najrézniejszych
cennych informacji. Warto$¢ tej wiedzy niejednokrotnie okazuje sie ogromna.

Niniejsza ksigzka stanowi przystepne wprowadzenie do nauki o danych. Jest przeznaczona
dla oséb, ktére chca stosowac techniki analizy danych w biznesie. Te techniki, opisane

na podstawie praktycznych przypadkéw, to m.in. optymalizacja, prognozowanie i symula-
cja, a takze sztuczna inteligencja, teoria graféow, analiza skupien i wykrywanie anomalii.
Dzieki lekturze nie tylko zrozumiesz zasady analizowania danych, ale i nauczysz sie
wybierac technike wtasciwg do rozwigzania danego problemu. Poznasz tez techniki pracy
z prototypami. Co ciekawe, niemal wszystkie opisane tu metody zostaty zaprezentowane
w arkuszu kalkulacyjnym.

W ksigzce opisano m.in.:

— optymalizacje za pomoca programowania liniowego i catkowitoliczbowego
— szereg czasowy, wykrywanie trendéw i wahan sezonowych

— przewidywanie za pomoca wygtadzania wykfadniczego

— metode symulacji Monte Carlo

— test Tukeya i lokalne czynniki odstajace

— jezyk R — zaawansowane techniki analizy danych

John W. Foreman — jest gféwnym analitykiem danych w MailChimp.
Udziela rowniez porad dotyczacych analizy danych takim podmiotom
jak Coca-Cola czy InterContinental Hotels, a takze amerykariskim
agendom rzagdowym, w tym DoD, IRS, DHS i FBI. Czesto wygtasza
prelekcje o rozwigzaniach analitycznych w biznesie.
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